1. Dobyvani znalosti z databazi

O dobyvani znalosti z databazi (Knowledge Discovery in Databases, KDD) se zacina ve védeckych
kruzich mluvit poc¢atkem 90. let. Prvni impuls piiSel z Ameriky, kde se na konferencich vénovanych
umglé inteligenci (mezinarodni konference o umélé inteligenci IJCAI'89 nebo konference americké
asociace umg¢lé inteligence AAAI'91 a AAA'93) poradaly prvni workshopy vénované  této
problematice. Nebyla to ale jen uméla inteligence (pfesnéji feCeno metody strojového uceni), které
staly u zrodu dobyvani znalosti z databazi. Databazové technologie ptedstavuji osvédceny prostifedek
jak uchovavat rozsahld data a vyhledavat v nich informace, statistika predstavuje osvédceny
prostiedek, jak modelovat a analyzovat zavislosti v datech. Po 1éta se tyto discipliny vyvijely
nezavisle, az ptisla ta chvile, kdy rozsah automaticky sbiranych dat za¢inal uzivateliim prertstat pies
hlavu, a soucasné s tim vznikla potieba tato data pouzivat pro podporu (strategického) rozhodovani ve
firmach. Zajem finan¢né silnych uzivateli o aplikace pak stimuloval ono propojeni a dal vznik (a
hlavné popularitu) dobyvani znalosti z databazi. Neustaly nartist zajmu odborné komunity doklada
mnozstvi konferenci (americké konference KDD, asijské konference PAKDD, evropské konference
PKDD), vznik odbornych skupin (napf. special interest group for KDD - SIGKDD pfi americké
asociaci ACM) i vznik samostatnych odbornych casopisti (Casopis Data Mining and Knowledge
Discovery vydavany nakladetelstvim Kluwer). Tématika dobyvani znalosti si postupné nasla cestu i do
Sifeji zaméfenych pocitacovych Casopisti. Dnes jiz neni nic neobvyklého, Ze na pojmy knowledge
discovery, data mining, nebo business intelligence' narazime i v reklamach pogitagovych firem.

Dobyvani znalosti z databazi (KDD) lze definovat jako netrivialni extrakci implicitnich, diive
neznamych a potencialné uzitecnych informaci z dat [Fayyad a kol, 1996]. Zpocatku se pro tuto oblast
razily nejriznéj$i ndzvy: information harvesting, data archeology, data destilery. Nakonec ale
prevladla hornickd metafora; dobyvani znalosti a dolovani z dat (data mining). Po jistém obdobi
tapani se ustalilo i chapani KDD jako interaktivniho a iterativniho procesu tvoteného kroky selekce,
predzpracovani, transformace, vlastniho ,,dolovani* (data mining) a interpretace (OObr. I).
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Obr. 1 Proces dobyvani znalosti z databazi dle [Fayyad a kol, 1996].
Na rozdil od "prostého" pouziti statistickych metod a metod strojového uceni se v procesu dobyvani

'Vyznam pojmu business intelligence je mozZno (s trochou nadsazky) interpretovat touto rovnici: business intelligence =
artificial intelligence + business



znalosti jiz klade diiraz i na pfipravu dat pro analyzu a na interpretaci vyslednych znalosti. Pti pfipraveé
dat se obvykle z dat ulozenych ve slozité struktufe napt. datového skladu vytvari jedna tabulka,
obsahujici relevantni udaje (hodnoty atributll) o sledovanych objektech (napt. klientech banky nebo
zékaznicich obchodniho domu). Pfi interpretaci se nalezené znalosti* hodnoti z pohledu koncového
uzivatele.
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Obr. 2 Manazersky pohled na proces dobyvani znalosti z databazi

Zatimco schéma na OObr. 1 popisuje ,,technologicky* pohled na dobyvani znalosti, Anand [Anand a
kol., 1996] nabizi pohled manazersky (Obr. 2). Impulsem pro zahajeni procesu dobyvani znalosti je
né&jaky realny problém. Cilem procesu dobyvani znalosti je ziskani co nejvice relevantnich informaci
vhodnych k feSeni daného problému. Piikladem realného problému je otazka nalezeni skupin
zakaznikd obchodniho domu nebo skupin klientil banky kterym by bylo mozno nabidnout specielni
sluzby. U zakaznikli obchodniho domu se mize jednat o zjisténi, ze zakaznik kupuje potravinarské
zbozi odpovidajici jisté dieté, v ptipadé klientl banky mize jit o potencialni zajemce o hypote¢ni Gver.
Nalezené skupiny jsou interpretovany jako takzvané segmenty trhu v dané oblasti.
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Prvnim krokem pfi feSeni problému je vytvoreni FeSitelského tymu. Jeho Cleny musi byt expert na
FeSenou problematiku, expert na data - jak v organizaci tak ptipadn€ i na externi data a expert na
metody KDD. V ptipadé rozsahlejSich problémut je obvyklé, Ze jednotlivi experti maji k dispozici
vlastni tym nebo alespoil vyuzivaji konzultaci s dal§imi experty

Prvnim tkolem sestavené¢ho tymu je specifikace problému, ktery je tfeba feSit v souvislosti,
z pohledu dobyvani znalosti. U zakaznikd obchodniho domu nakupujicich potravinatské zbozi
odpovidajici jisté diet¢ je mimo jiné tfeba specifikovat polozky zboZzi odpovidajici riznym dietam. U
skupin zékaznikl nakupujicich polozku A a nenakupujicich polozku B je krom jiného tfeba vytipovat
vhodné skupiny polozek, atd.

2 Fayyad rozliduje mezi znalostmi ziskanymi jako vystup z kroku dolovéani (nazyvé je vzory — patterns) a mezi znalostmi
interpretovanymi uzivatelem. My toto rozliSeni nebudeme provadét.



Po specifikaci problému je tieba ziskat v§echna dostupna data, ktera mohou byt pouzita pro feseni
problému. Znamena to posoudit vSechna dostupna data a zvazit, zda jsou relevantni k danému
problému. Tento proces mize vyvolat mensi ¢i vétsi pfeformulovani problému. V nékterych pripadech
je tfeba pracovat i s daty, ktera jsou archivovana po delsi dobu ve formé datovych souborti a ne v
databazi, data jsou nékdy dokonce ulozena v nékolika riznych systémech. Naro¢nost ziskani dat je
nepiimo imérna urovni datové zakladny ktera je k dispozici.

V mnohych ptipadech je vhodné uvazovat i externi data_popisujici prostiedi ve kterém se analyzované
déje odehravaji. V piipad¢é klientd banky i zakaznikli obchodniho domu je dilezitou informaci
kalendarni obdobi (napf. vanoce, velikonoce, obdobi dovolenych letnich a zimnich, den kdy zakaznici
dostavaji vyplatu, pond¢li, utery, ..., ). Na zakazniky bude mit jisté¢ vliv i pocasi, reklama probihajici
ve sdélovacich prostiedcich, v nékterych pripadech i politické udalosti.

Cilem vybéru metody je zvolit vhodné metody analyzy dat. V ramci dobyvani znalosti z databazi je
pouzivana tada typd metod analyzy dat, ve vétSiné ptipadi je k feSeni konkrétni ulohy zapotiebi
kombinovat vice riznych metod. Mezi pouzivané typy metod patfi napf. klasifikaéni metody, rizné
klasické metody exploracni analyzy dat, metody pro ziskavani asociacnich pravidel, rozhodovaci
stromy, genetické algoritmy, Bayesovské sité, neuronové sité, hrubé mnoziny (rough sets), velmi
pouzivané jsou i metody vizualizace. Da se také predpokladat vyvoj dal§ich metod.

V ramci predzpracovani dat se data ziskana k feSeni specifikovaného problému piipravuji data do
formy vyzadované pro aplikaci vybranych metod. V fadé ptipadi se mize jednat o zna¢né naro¢né
vypocetni operace. Do této faze se zahrnuje patii i odstranéni odlehlych hodnot, pfipadné doplnéni
chybéjicich hodnot.

Krok data mining zahrnuje aplikaci vybranych analytickych metod pro vyhledavani zajimavych
vztaht v datech. Obvykle jsou jednotlivé metody aplikovany vicekrat, hodnoty vstupnich parametrii
jednotlivych b&hti zavisi na vysledcich predchozich béhl. Zpravidla se nejedna o aplikace metod
jenom jednoho typu, jednotlivé typy se kombinuji na zakladé¢ dil¢ich vysledki.

Cilem interpretace je nezbytné zpracovani obvykle znacného mnozstvi vysledki jednotlivych metod.
Nekteré z téchto vysledkli vyjadiuji skutecnosti, které jsou z hlediska uzivatele nezajimavé nebo
samoziejmé. Nékteré vysledky je mozno pouzit pfimo, jiné je nutno vyjadrit zplisobem srozumitelnym
pro uzivatele. Jednotlivé vysledky je ¢asto vhodné usporadat do analytické zpravy. Analyticka zprava
vSak neni jedinym moznym vystupem procesu dobyvani znalosti. Vystupem mize byt i provedeni
vhodné akce jako naptiklad zapnuti monitorovaciho programu.

1.1 Ulohy

V ptipadé dobyvani znalosti z databazi mizeme mluvit o riznych typech uloh. Jsou to pfedevsim
[Klosgen, Zytkow, 1997] *:

o klasifikace/predikce,
e deskripce,

e hledani ,,nugeti‘.

sumarizace, segmentace, deskripce konceptt, klasifikace, predikce a analyzy zavislosti.



Pti klasifikaci/predikci je cilem nalézt znalosti pouzitelné pro klasifikaci novych pfipadi - zde
pozadujeme, aby ziskané znalosti co nejlépe odpovidaly danému konceptu; davame piednost piesnosti
pokryti na tkor jednoduchosti (pfipoustime vétsi mnozstvi méné srozumitelnych dil¢ich znalosti tak
jak je to naznaceno na Obr. 3). Rozdil mezi klasifikaci a predikci spo¢iva v tom, Ze u predikce hraje
dilezitou roli Cas; ze starSich hodnot néjaké velic¢iny se pokousime odhadnout jeji vyvoj v budoucnosti
(napft. ptredpoveéd’ pocasi nebo pohybu cen akcii).

Obr. 3 Klasifikace/Predikce

Pti deskripci (popisu) je cilem nalézt dominantni strukturu nebo vazby, které jsou skryté v danych
datech. Pozadujeme srozumitelné znalosti pokryvajici dany koncept; davame tedy piednost mensimu
mnozstvi méné presnych znalosti (viz. Obr. 4). Hledame-li nugety, pozadujeme zajimavé (nové,
prekvapivé) znalosti, které nemusi plné€ pokryvat dany koncept (Obr. 5).

Eoncept

Obr. 4 Popis (deskripce)



Koncept

Obr. 5 Nugety

Ulohy dobyvéni znalosti lze nalézt v celé fadé aplikaénich oblasti:

e Segmentace a klasifikace klientll banky (napf. rozpoznani problémovych nebo naopak vysoce
bonitnich klientit),

e Predikce vyvoje kurs akeii,

e Predikce spotteby elektrické energie,

e Analyza pficin poruch v telekomunikacnich sitich,

e Analyza divodli zmény poskytovatele néjakych sluzeb (internet, mobilni telefony),
e Segmentace a klasifikace klientil pojistovny,

e Urceni pfi€in poruch automobild,

e Rozbor databaze pacientll v nemocnici,

e Analyza nakupniho kosiku (Market Basket Analysis).

Podrobné;ji se zde podivejme na posledni z nich. Pti analyze nakupniho kosiku se vychazi z dat, ktera
shromazd'uji rtizné fetézce supermarketti (u nas napi. Delvita nebo Meinl). Data (alespon podle
nasledujictho piikladu® tvoii jednak charakteristiky zakaznik® (pohlavi, vlastnictvi domu, piijem a
vek), jednak udaje o jednotlivych nakupech (zptisob placeni, castka, zakoupeny typ zbozi). Data jsou
jiz predzpracovana do podoby relacni tabulky. Co zaznam, to jeden zakaznik, typy zbozi jsou pevné
dany — uvadi se, zda byl konkrétni vyrobek zakoupen nebo ne (Obr. 6). V takovychto datech mtizeme
napfiklad hledat souvislosti mezi jednotlivymi typy zboZzi; bude nas zajimat, zda existuji skupiny
produktt, které si zakaznici kupuji soucasné (napt. pivo a parek). Obr. 7 ukazuje, Ze se velmi ¢asto
objevuje v nakupnim kosiku soucasné napf. pivo, zmrazené maso a konzervovana zelenina, nebo ryby,
ovoce a zelenina’.

4 Priklad je prevzat z ukazkového piikladu v systému Clementine. O tomto systému podrobngji v prisluiné kapitole.

> Systém Clementine zde pouzil graficky zptsob prezentace téchto asociaci; hrany v grafu odpovidaji vazbam mezi produkty.



A- Clementine

Generated Models

Baskets1n

<% table (1000 records)

Table ate

ISUISN[SLd

cardid value  pnethod sex | homeown incone age fruitveg freshneat dairy cannedveg  cannedneat frozenneal beer wine  softdrink  fish |£
38808 42,712 CHEQUE H HO 0 46 F T T F F F F F F F
67362 25,357 CASH HO 28
10872 20,618 CASH HO

23.688 CARD

18.813 CARD

46.487 CARD

14.047 | CASH

EXECUTE

0,144 USED, 24,62H FREE

Histogram Train Net Build G5.0

9 9

rain Kohonen Build Rule

stan| Bl F-Far | RadioakTiv | B Frikazovs fad | () Micosoft Pow. | ggReflection | gz stem | FgClementine D... |[Getable (100 [<fi N2AE 1448

Obr. 6 Vstupni data pro analyzu nakupniho kostku
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Obr. 7 Asociace mezi typy zbozi

Samoziejmé, Ze ,,zdravou* a ,,nezdravou” vyzivu nekupuji titiz zdkaznici. Mize nas tedy zajimat, ¢im
se tyto skupiny zakaznikti vyznacuji. Takové znalosti je mozno ziskat napt. pomoci rozhodovacich
stromtl. Obr. 8 ukazuje, Ze pizzu, pivo a fazole nakupuji muzi s niz§im piijmem.
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Obr. 8 Konzumenti nezdrave vyzivy

1.2 Metodiky

S postupem doby zacaly vznikat metodiky, které si kladou za cil poskytnout uzivatelim jednotny
ramec pro feseni riznych loh z oblasti dobyvani znalosti. Tyto metodiky umoznuji sdilet a prenaset
zkuSenosti z uspeésnych projektti Za nékterymi metodikami stoji producenti programovych systémi
(metodika ,,54“ firmy SPSS nebo metodika SEMMA firmy SAS), jiné vznikaji ve spolupraci
vyzkumnych a komerénich instituci jako ,,softwaroveé nezavislé” (CRISP-DM).

1.2.1 Metodika ,,SA*

Metodika ,,54° nabizi firma SPSS jako sviij pohled na proces dobyvani znalosti. Nazev metodiky je
akronymem pro jednotlivé provadéné kroky [SA, 2000]:

e Assess — posouzeni potieb projektu,

e Access — shromazdéni potiebnych dat,

e Analyze — provedeni analyz,

e Akt — preména znalosti na akéni znalosti,

e Automate — ptevedeni vysledki analyzy do praxe.



Z4dna data nemaji vyznam, jestlize jsou oddélena od kontextu Prvnim krokem v analytickém procesu
je tedy stanoveni kontextu - cild, strategii a procesti. Material SPSS [SA, 2000] k tomu fika:
e Urcete data, jejichz sbér, pofizeni a skladovani je nutné zajistit pro provedeni takovych analyz,
které chcete realizovat.
e Piipravte se na své projekty a obory, v nichz rozhodujete - jejich porozuménim zabezpecte ty
analytické nastroje, které potiebujete.
e Vzdélavejte a trénujte vSechny lidi, ktefi mysli analyticky a pouzivaji efektivné software jako
soucast premysleni nad problémy a analyzu dat jako imanentni slozku rozhodovaciho procesu.

Druhym krokem v metodologii 54 je sbér a pfiprava dat. Je tfeba ziskat vhodné soubory z
podnikovych datovych skladt, datovych bazi, odkazovych systémul a jinych internich zdroji. Lze
vyuzit i data tykajici se daného problému, ktera jsou nabizena vetejné (oficialni statistiky, rezortni
data, demografické a psychografické udaje apod.). Data 1ze rovnéz ziskat vlastnimi pruizkumy nebo od
vyzkumné firmy.

Tretim krokem je pouzivani rGznych analytickych postupti k tomu, aby byly nalezeny odpovédi na
otazky stanovené v prvnim kroku. V tomto kroku se data pfeménuji na informace a znalosti. Firma
SPSS doporucuje Sirokou skalu nastroji pro zkoumani a porozuméni datim pocinaje deskriptivni
statistikou, pfes metodu OLAP az po metody strojového uceni (rozhodovaci stromy, neuronové sit¢).
Doporuceni je ziejmé: ,,Pouzijte vice metod a porovnejte jejich vysledky a vhodnost, abyste ziskali
nejlepsi reseni a navic rychle a jednoduse “.

Ctvrty krok procesu obsahuje doporuéeni, fadu dodateénych otazek a nasledné rozhodnuti. Znalosti
nalezené v predchazejicim kroku se zde méni na znalosti ak¢ni. Nalezené vysledky by mély byt
predkladany v jasné a srozumitelné podobé.

Patym krokem je pfevedeni vysledkii analyzy do praxe. Tento krok obsahuje vSechny cinnosti,
kterymi lze zajistit aplikaci u€¢inénych rozhodnuti. Sem patii napi. vytvoreni praktického rozhrani k
rozvinuti nalezenych modeli do takového formatu, ktery je snadny pro uzivani a porozuméni v bézné
a opakované praxi organizace a monitorovani vysledka (a dasledkll) provadénych rozhodnuti. Dalsi
z doporuceni zni ,,Automatizujte své analyzy tak, aby opakujici se ulohy nezabiraly cas a abyste mohli
snadno aktualizovat své modely s tim, jak prichdazeji nové vysledky*.

1.2.2 Metodika SEMMA

Enterprise Miner, softwarovy produkt firmy SAS, vychazi z vlastni metodiky pro dobyvani znalosti
z databazi. Nazev SEMMA opét charakterizuje jednotlivé provadéné kroky:

e Sample (vybrani vhodnych objektl),
e Explore (vizualni explorace a redukce dat),
o  Modify (seskupovani objektli a hodnot atributi, datové transformace),

e Model (analyza dat: neuronové sité, rozhodovaci stromy, statistické techniky, asociace a
shlukovani),

e Assess (porovnani modelt a interpretace).

Diiraz se klade na snadnou interpretaci vystupti ve formé¢ srozumitelné obchodnimu uzivateli.
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Obr. 9 Metodika SEMMA

1.2.3 CRoss-Industry Standard Process for Data Mining

Metodika CRISP-DM (CRoss-Industry Standard Process for Data Mining) vznikla v ramci
Evropského vyzkumného projektu. Cilem projektu bylo navrhnout univerzalni postup (tzv. standardni
model procesu dobyvani znalosti z databazi), ktery bude pouzitelny v nejriznéjSich komercnich
aplikacich [Chapman a kol, 2000]. Vytvofeni takovéto metodikye umozni fesit rozsahlé ulohy
dobyvani znalosti rychleji, efektivnéji, spolehlivéji a s niz§imi naklady. Kromé navrhu standardniho
postupu ma CRISP-DM nabizet ,privodce* potencidlnimi problémy a feSenimi, které se mohou
vyskytnout v realnych aplikacich.

Na projektu spolupracovaly firmy NCR (pfedni dodavatel datovych sklad®), DaimlerChrysler, ISL
(tvtirce systému Clementine) a OHRA (velka holandska pojistovna). VSechny tyto firmy maji bohaté
zkuSenosti s realnymi ulohami dobyvani znalosti z databazi.

Zivotni cyklus projektu dobyvéani znalosti je podle metodiky CRISP-DM tvofen $esti fazemi (Obr.
10). Potadi jednotlivych fazi neni pevné dano. Vysledek dosazeny v jedné fazi ovliviiuje volbu kroku
nasledujicich, Casto je tieba se k n€kterym kroktim a fazim vracet. Vnéjsi kruh na obrazku symbolizuje
cyklickou povahu procesu dobyvéani znalosti z databazi jako takovou.
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Obr. 10 Metodiky CRISP-DM

Jednotlivé faze metodiky CRISP-DM bude ilustrovat pomérné realisticky ptiklad tlohy dobyvani
znalosti z dat v bance XY [Berka, 1999]. Nejprve n¢kolik slov k pozadi tlohy:

Banka XY je zamérena na drobné klienty kterym vede ucty, poskytuje pujcky apod. Pod
rostoucim tlakem konkurence chce tato banka zlepsit své sluzby. Management banky ma
jen velmi vagni predstavu, co je mozno od metod dobyvani znalosti ocekavat. Doufa ale,
Ze mu tyto nové metody umozni lépe pochopit klienty a tak napriklad cilenéeji nabizet své
produkty, nebo rozlisovat mezi riznymi skupinami klientii (bonitni resp. problémovi).

Porozuméni problematice (Business Understanding)

Tato Gvodni faze je zaméfena na pochopeni cili ulohy a pozadavkii na feSeni formulovanych
z manazerského hlediska. Manazerskd formulace musi byt nasledné ptevedena do zadani Glohy pro
dobyvani znalosti z databazi.

Manazersky problém, ke kterému jsou pomoci metod KDD hledany informace, muze byt
formulovan (témér) bez vazby na informace ziskavané pomoci metod KDD z dostupnych
dat. Prikladem miize byt snaha nabidnout ulozeni casti penéz na zvlastni ucet s delst
vypovedni lhiitou reklamou vhodné zacilenou na v tomto sméru nadejnou skupinu klientii
(i potencialnich) banky. Pro KDD to znamena nalézt takovou charakteristiku klienti,
které zajistuji, Ze ve skupiné klientii s touto charakteristikou bude velka cast klienti mit
stdale dostatecné vysoky ziistatek na uctu. Vtomto pripadé je zadani pro KDD
formulovano relativné presné, presto je vSak treba pocitat s moznosti preformulovani
nebo upresnéni manazerského probléemu na zaklade provedenych analyz. Jinou moznou
ulohou je otdazka véasného rozpoznani klientii, kteri predstavuji rizikovou skupinu
z hlediska spldaceni poskytnutého uveru.

V této fazi se rovnéz provadi inventura zdroju (datovych vypocetnich i lidskych), hodnoti se mozna
rizika, naklady a ptinos pouziti metod KDD a stanovuje se predbézny plan praci.



Porozuméni datitm (Data Understanding)

Féaze porozuméni datiim zacina prvotnim sbérem dat. Nasleduji ¢innosti které umozni ziskat zakladni
predstavu o datech, ktera jsou k dispozici (posouzeni kvality dat, prvni ,,vhled” do dat, vytipovani
zajimavych podmnozin zaznamt v databazi...). Obvykle se zjistuji rizné deskriptivni charakteristiky
dat (Cetnosti hodnot riiznych atributti, primémé hodnoty, minima, maxima apod.), s vyhodou se

vyuzivaji i rizné vizualizacni techniky.

Data sledovana bankou XY maji podobu nékolika navzajem propojenych tabulek (Obr.
11). Zakladni tabulkou je tabulka Account (ucty). S kazdym uctem miize disponovat
nejaky klient (tabulka Client). K jednomu uctu muze mit pristup vice klientii, jeden klient
muzZe mit ziizeno vice ucti, tato skutecnost je zachycena v tabulce Disposition, kterd
prirazuje klienty k uctim. Klientovi, ktery disponuje néjakym uctem, miize byt k tomuto
uctu vydana kreditni karta (tabulka Credit Card). Nejdiilezitejsi udaje o uctech jsou udaje
o provadenych operacich, to je zachyceno v tabulce Transactions (transakce). Na
nekterych uctech mohou byt zrizeny trvalé platebni prikazy (tabulka Permanent order),
na zakladé nékterych uctii banka poskytuje uver (tabulka Loan). Banka poskytla pro
analyzu jen urcity (rvelativné maly) vzorek téchto dat; prvni predstavu o podobé dat tedy
bylo mozno ziskat relativné jednoduchymi ndstroji (Access, Excel). Bylo konstatovaino, zZe
nekteré udaje v tabulce transakce (napr. konstantni symbol) maji mnoho chybéjicich
hodnot.

Lo Credd Card
accot id disp id
\Fermepert Arcoveif Dhisposfion Cligt
order
[ |disp_id client id
accowt id accouat_id — client id ] district id
district id ___l_ accowt id

Trapsactions Demograph.

accowd id district id

Obr. 11 Data banky XY

Priiprava dat (Data Preparation)

Ptiprava dat zahrnuje Cinnosti, které vedou k vytvofeni datového souboru, ktery bude zpracovavan

jednotlivymi analytickymi metodami. Tato data by tedy méla

obsahovat udaje relevantni k dané uloze,
mit podobu, ktera je vyzadovana vlastnimi analytickymi algoritmy.
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Ptiprava dat tedy zahrnuje selekce dat, ¢isténi dat, transformace dat, vytvareni dat, integrovani dat a
formatovani dat. Tato faze je obvykle nejpracnéjsi casti feSeni celé ulohy. Jednotlivé ukony jsou
obvykle provadény opakované, v nejriznéj$im potadi.

Vzhledem k tomu, Ze data o klientech a jejich uctech jsou ulozena v néekolika tabulkach
navzdjem spojenych relacemi 1:n, n:1 a n:m, velkou cast predzpracovani predstavovalo
vytvoreni jediné tabulky obsahujici udaje vybrané z vice tabulek. Prislusné operace
vedouclt k tomuto cili tedy zahrnuji agregovani hodnot odpovidajicich jednomu klientovi.
Dalsimi operacemi bylo nap¥. vypocteni primérnych mésicnich zistatku, priimérnych
mésicnich prijmii, prevod rodného Cisla klienta na jeho vék a pohlavi, apod.

Modelovani (Modeling)

V této fazi jsou nasazeny analytické metody (algoritmy pro dobyvani znalosti). Obvykle existuje fada
riznych metod pro feSeni dané tilohy, je tedy tfeba vybrat ty nejvhodné;jsi (doporucuje se pouzit vice
riznych metod a jejich vysledky kombinovat) a vhodné nastavit jejich parametry. Jde tedy opét o
iterativni ¢innost (opakovana aplikace algoritmi s riznymi parametry), navic, pouziti analytickych
algoritmi mize vést k potfebé modifikovat data a tedy knavratu k datovym transformacim
z predchazejici faze.

Pro hledani zajimavych skupin klientii je mozno pouzit metody shlukovani nebo asociacni
pravidla. Pro rozpoznani rizikovych klientii z hlediska piijcek jsou (vzhledem k tomu, Ze
jedna z tabulek obsahuje informace o pribéhu splaceni) vhodné napr. algoritmy pro
tvorbu rozhodovacich stromii nebo rozhodovacich pravidel. Tyto metody je vhodné
kombinovat, napr. shlukova analyza muze rozdélit klienty do skupin a rozhodovaci strom
pak umozni jednotlivé skupiny charakterizovat dostatecné srozumitelnym zpiisobem.

Soucasti této faze je rovnéz oveéfovani nalezenych znalosti z pohledu metod dobyvani znalosti. To
mize predstavovat napt. festovani klasifika¢nich znalosti na nezavislych datech.

Znalosti ,,deskriptivni*  (charakteristiky skupiny klienti ,,zajimavych® z hlediska
pripravovaného produktu) byly predlozeny expertiim z banky. Znalosti klasifikacni
(umoznujici ,,rozpoznat* klienty, kteri nespldceji uver) byly testovany na novém vzorku
dat.

Vyhodnoceni vysledkit (Evaluation)

V této fazi jsme se dopracovali do stavu, kdy jsme nalezli znalosti, které se zdaji byt v poradku z
hlediska metod dobyvani znalosti. Dosazené vysledky je ale jesté tfeba vyhodnotit z pohledu
manazert, zda byly splnény cile formulované pii zadani tlohy.

Nékteré nalezené skupiny klientii experty neprekvapily, védélo se o nich a banka se
pripravovala je oslovit dopisem. Jiné (rovnéz bonitni skupiny) byly shleddany zajimavymi,
ale budou jesté podrobeny dalsimu zkoumani. Vysledky testovani klasifikacnich znalosti
ukazaly, Ze systém byl prilis ,,prisny“, tedy spravne rozpoznaval klienty rizikove, ale
v urcitych pripadech (obzviaste u vyssich pujcek) za rizikové oznacil i klienty bonitni. Bylo
tedy rozhodnuto, Ze na vSech pobockdch banky bude vyuzivan program, ktery bude
rozhodovat o uverech do urcité castky.

Na zaver této faze by mélo byt piijato rozhodnuti o zptisobu vyuziti vysledku.



VyuZiti vysledkii (Deployment)

Vytvotenim vhodného modelu feseni tlohy obecné nekonci. Dokonce i v ptipade, Ze feSenou tlohou
byl ,,pouze* popis dat, ziskané znalosti je tfeba upravit do podoby pouzitelné pro zakaznika (manazera
- zadavatele ulohy). Podle typu ulohy tedy vyuziti (nasazeni) vysledki miize na jedné stran¢ znamenat
prosté sepsani zaveérecné zpravy, na stran¢ druhé pak zavedeni (hardwarové, softwarové, organizacni)
systému pro automatickou klasifikaci novych ptipadu.

Ve vétsing ptipadi je to zakaznik a nikoliv analytik, kdo provadi kroky vedouci k vyuzivani vysledki
analyzy. Proto je dulezité, aby pochopil, co je nezbytné ucinit pro to, aby mohly byt dosazené
vysledky efektivné vyuzivany.

Systéem pro rozhodovani o pujckach bude nasazen ve dvou fazich. V prvni fazi bude
systéem nasazen jen na vybranych pobockach, po tomto poloprovoznim ovéreni pak bude
nasazen vsude. Toto rozhodnuti vyzaduje:

o implementaci klasifikacniho algoritmu v uzivatelsky pratelské podobé,

e  pripravu uzivatelského manualu

e instalaci programu na vSech pobockach banky

e zaskoleni uzivateli

o zmeénu metodiky poskytovani uvérit a tomu odpovidajici zménu vnitrnich predpisii

banky

Celkové schéma jednotlivych krokli metodiky CRISP-DM ukazuje Obr. 12. Jednotlivé kroky procesu
dobyvani znalosti jsou rizn¢ ¢asové narocné a maji i riznou dulezitost pro Uspésné vyieseni dané
tilohy. Praktici v oboru uvadgji®, Ze nejdileitéjsi je faze porozuméni problému (80% vyznamu, 20%
Casu) a Casove nejnarocngjsi je faze ptipravy dat (80% casu, 20% vyznamu). Piekvapivé malo prace
zaberou vlastni analyzy (5% ¢€asu, 5% vyznamu).
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Final Report
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Obr. 12 Ulohy v metodologii CRISP-DM [Chapman a kol. 2002]
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8 Nasledujici udaje jsou pievzaty z vystoupeni J.U. Kietze na konferenci PKDD 2000.
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