2. Databaze

2.1 Relacni databaze

V prehistorii databazi byla data ukladana v jednom velkém ,,plochém® souboru (tzv. flat file) ke
kterému se pristupovalo indexsekvenénimi metodami (ISAM). Soubor byl indexovan na zaklade
predpokladanych zptisobli dotazovani. Nevyhodou bylo, ze se informace v zaznamech opakovaly (viz
Obr. 1), dalsi nevyhodou bylo pifeduréeni typu dotazii (danych dopiedu zvolenym zpisobem

indexovani).

datum jmeno prijmeni adresa ulice  adresa mesto cislo uctu platba  zustatek
980103 Jan Novak Dlouha 5 Praha 1 9945371 100.00 100.00
980105 Jan Novak Dlouha 5 Praha 1 9945371 1500.00 1600.00
980106 Jan Novak Dlouha 5 Praha 1 9945371 -1550.00 50.00
980106 Karel Nemec Podolska 4 Praha 2 24867134 3000.00 6000.00
980107 Karel Nemec Podolska 4 Praha 2 24867134 -4000.00 2000.00
980108 Jan Novak Dlouha 5 Praha 1 9945371 -150.00 -100.00
980111 Karel Nemec Podolska 4 Praha 2 24867134 5000.00 7000.00

Obr. 1 Plochy soubor s daty

Velkym krokem kuptedu bylo zavedeni rela¢nich databazi. Jeden velky datovy soubor byl rozdélen do
fady relaci (tabulek). Rela¢ni databaze je tedy tvorena:
e mnozinou relaci - relace je reprezentovana dvourozmérnou tabulkou (fadky odpovidaji zdznamam,
sloupce atributiim, jednotlivé zaznamy jsou jednoznacné identifikovany pomoci primarniho klice),
e operacemi selekce, projekce a spojeni pro manipulaci s tabulkami; selekce slouzi k vybéru
zaznami (fadkd tabulky), projekce slouzi k vybéru atributl (sloupct tabulky) a spojeni slouzi k
propojovani tabulek (spojuji se fadky se stejnou hodnotou néjakého atributu - obvykle klice).
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Obr. 2 Relacni databaze



Pro kladeni dotazti nabizeji relaéni databaze dva zptisoby:

¢ QBE (query by example)
e SQL (structured query language)

Oba tyto zplsoby navrhla v 70. letech firma IBM. QBE nabizi uzivateli relativné jednoduchy,
intuitivni zptisob kladeni dotazli. V piedpfipraveném formulafi uzivatel vyplni (vybere) co ho zajima4,
zada tedy jakousi ,,masku‘ které budou odpovidat nalezené zaznamy. Je tedy tento zplisob vhodnéjsi
pro méné zkuSené uzivatele. SQL je naopak uréen uzivatelim zkuSenym. Jedna se vlastné o
jednoduchy programovaci jazyk pro definovani dat a pro manipulaci s nimi (Obr. 3). SQL je daleko
mocnéjsi a flexibilngj$i nastroj nez dotazovani (vyhledavani) pomoci indext. Klade vsak zvySené
naroky na uzivatele. Uzivatel musi znat syntaxi jazyka, navic musi znat i detailni strukturu databaze
(nazvy souborti a poli). Tento zplsob dotazovani tedy ptili§ nepfirostl k srdcim manazerim a
analytikim. Pokud se nechtéli u¢it SQL, byli nuceni pfipravit dotaz v pfirozeném jazyce, zajit za
programatorem, ktery jejich dotaz pievedl do jazyka SQL a provedl jej. V ptipadé, Ze obdrzené
vysledky nepfinesly poZzadovanou odpovéd, museli dotaz pieformuloval a znovu se vydal do
vypocetniho centra...atd.

SELECT klient.jmeno, klient.prijmeni, klient.adresa ulice, klient.
adresa_mesto, ucet.cislo uctu, transkace.zustatek
FROM  Kklient, ucet, transakce
WHERE klient.id_klient = ucet.id klient;
AND transakce.id ucet = ucet.id_ucet;
AND transakce.zustatek < 100;
GROUP BY  klient.adresa mesto

Obr. 3 SQL dotaz

2.2 EIS

EIS (Executive Information Systems) byl prvni pokus, jak pfiblizit dotazovani do databaze
manazerim. Zavadéni EIS bylo spojeno se zavadénim osobnich poéitatl v dané firm¢; pocitace
prestaly byt doménou programatord, objevily se na stolech ,prostych® uzivatel. Zakladnim
pozadavkem se tedy stalo snadné ovladani. Uzivatelsky pratelsky interface exekutivnich informacnich
systému ,,prosté” uzivatele odstinil od syntaxe SQL a od nutnosti znat strukturu databaze, se kterou
chtéli pracovat. Analyzu tedy mohl analytik provadét sam, z pocitace, ktery mél na svém pracovnim
stole. Dotaz, ktery si uzivatel vybral v menu, byl pak pieveden do SQL a proveden standardnim
zpisobem. Nevyhodou tohoto pfistupu bylo, ze uzivatel mél k dispozici pouze uréity soubor
predptipravenych dotazt. Chtél-li se zeptat na néco, co tviirce daného EIS neptedpokladal, byl opét
nucen pripravit si dotaz v pfirozeném jazyce, zajit za programatorem, ktery dotaz pievedl do jazyka
SQL...

EIS tedy byly sice uzivatelsky pratelské, ale malo flexibilni nastroje pro analyzu dat v databazich.



2.3 OLAP

OLAP (On-Line Analytical Processing) konecné nabidl uzivatelim oboji; flexibilitu (a rychlost) i
pfijemné, intuitivni ovladani. OLAP umoziuje analytikim firmy snadno ziskavat odpovédi na otazky
typu ,,Co ma nejvétsi vliv na rist trzeb v severnich Cechach?“ ve velice srozumitelné podobé. Typické
pro OLAP jsou totiz moznosti vizualizace. Grafické rozhrani umoznuje uzivateli nahlizet na data jak v
numerické podobe¢ tak v podobé nejriiznéjsich grafii.

Podle E.F.Codda, ktery v 80.letech pfiSel s touto koncepci, je pro OLAP technologii typické
[Thomsen, 2002]:

e multidimenzionalni koncept uloZeni a manipulace s daty,

e intuitivni manipulace s daty,

e prace s daty z heterogennich datovych zdrojt - provadéji se konverze dat,
e pouziti analytickych metod - statistické ptehledy, what-if analyzy,

e Client/Server architektura,

e podpora multiuzivatelského pohledu,

e ukladani vysledkt OLAP mimo zdrojova data,

e dynamicka manipulace s fidkymi maticemi,

e zpracovani chybéjicich hodnot,

e neomezeny pocet dimenzi a agregacnich trovni.

Zékladem OLAP je pohled na data jako na mnohorozmérnou tabulku nazyvanou datova krychle (data
cube). Obr. 4 ukazuje strukturu jednoduché databdze. Zaznamy v databazi obsahuji udaje o prodeji
riznych produkti v riznych dnech v riznych méstech (Tab. 1). Tuto databazi mizeme pifevést na
datovou krychli tak, Ze jednotlivé sledované atributy budou tvofit dimenze krychle, buniky krychle pak
odpovidaji jednotlivym zdznamiim v databazi. Tento zptisob uloZeni umoziuje rizné pohledy na data
(nataceni 1krychle, provadéni fezi) ale plytva se pii ném mistem. Rada bunék v krychli je prazdnych
(Tab. 2) .
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Obr. 4 Struktura databdze

! Matematika m4 pro takovou strukturu oznaeni fidka matice.



datum produkt mesto mnozstvi
10.1. Srouby Praha 241

10.1. matky Praha 61

10.1. Srouby Brno 17

10.1. podlozky Brno 42

10.2. Srouby Praha 92

10.2. podlozky Praha 27

10.2. Srouby Kladno 35

Tab. 1 Zaznamy v databazi PRODEJ

Praha Brno Kladno

Srouby |matky |podlozky |Srouby |matky |podlozky |Srouby |matky |podlozky

10.1. | 241 61 17 42

10.2. |92 27 35

Tab. 2 Ridkd matice
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Obr. 5 Multidimenzionalni model

Datova krychle obsahuje jak data z operacnich databazi tak dil¢i souhrny (viz Obr. 5). Pravé tyto
souhrny umoziuji rychlou odezvu na ad-hoc (neptfedpiipravené) dotazy uzivatele a flexibilitu
systému. Prace s krychli spociva v rizném nataceni (pivot), provadeéni fezd (slice), vybéru urcitych
casti (dice) a zobrazovani riznych agregovanych hodnot. Velmi casto lze hodnoty atributi sdruzovat



do hierarchii (v databazi na Obr. 4 jsou napf. mésta zatazena do regiont). Urovni v hierarchii byva
obvykle vice; (napf. mésto -> okres -> region -> zemé). Tyto hierarchie se vyuzivaji pfi praci s krychli pfi
operacich roll-up a drill-down. Pfi roll-up se piechazi na hierarchicky vyssi, obecnéj$i Groven -
zobrazované idaje maji podobu souhrnd, pii drill-down se pfechazi na podrobngjsi pohled na data;

nekdy se mluvi o riznych trovnich granularity pohledu na data.

Zakladni multidimenzionalni model ma podobu n-rozmérné krychle. To je vSak podoba v logickém
smyslu. Z hlediska implementa¢niho se nabizi n¢kolik moznosti jak tuto strukturu ulozit v pocitaci.
Hlavni diivod pro odlisné fyzické implementace logického modelu je piedev§im velka fidkost dat a
jejich nestejnomérné rozmisténi. Pro implementaci se nabizeji v zdsad¢ dva ptistupy:

e hyperkrychle (hypercube) - jedna velka krychle, ktera obsahuje néstroje pro praci s fidkymi daty;
vyhodou je jednoducha struktura a srozumitelnost pro uzivatele

e multikrychle (multicube) - vice navzajem propojenych mensich krychli obsahujicich jen nékolik
dimenzi; vyhodou je efektivni ulozeni dat.

UloZeni dat v krychli ale nepfinasi jen vyhody. Za rychlost pfistupu k datim platime zvySenymi
naroky (a tedy i cenou) na datovy server. Tyto naroky nékdy vedou k tomu, Ze se misto ,,Cistého*
OLAP feseni zalozené¢ho na datové krychli (n€kdy nazyvaného MOLAP - multidimenzionalni OLAP)
pouzije tzv. ROLAP - rela¢ni OLAP zaloZeny na klasické relacni databazi. V tomto druhém piipadé se
OLAP dotazy pievadéji do klasickych SQL dotazii (viz Obr. 6).
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Obr. 6 MOLAP vs. ROLAP

MOLAP se hodi pro stiedné velké, statické aplikace. Prikladem mize byt analyza historickych dat o
prodeji néjakého produktu. Vzhledem k tomu, Ze vypocty souhrnti vyzaduji jisty Cas, neni MOLAP
vhodny pro dynamické aplikace, kde jsou pozadovany informace z pribézné¢ aktualizovanych dat.

ROLAP je vhodny pro rozsahlé aplikace hojné¢ vyuzivajici transakéni data. Vyhodou je schopnost
zpracovavat rozsahla data za pouziti existujicich databazovych technologii. Nepouzivaji se ale pfili§



pro obchodni nebo finan¢ni aplikace. Podobné jako u MOLAP, jsou i zde rizné moznosti fyzické
implementace systému:

e schéma hvézdy (star schema),

e schéma snéhové vlocky (snowflake schema).

Rozdil mezi obéma pfistupy ilustruje opét priklad evidence prodeje n€jakych vyrobkd. Nase databaze
ma opét tii dimenze: Prodejna, Produkt a Cas. Dimenze prodejen je tvofena hierarchii obchod -> okres ->
region, dimenze produktu je tvofena hierarchii vyrobek -> znacka -> vyrobee, a Casova dimenze je tvofena
hierarchii datum -> mésic -> (tvrtleti -> rok [dbms, 2000].

Schéma hvézdy (viz Obr. 7) vychazi z jedné centralni tabulky (tzv. tabulky faktu - fact table), ktera
obsahuje slozeny primarni klic (jeden segment kli¢e pro kazdou dimenzi) a detailni data (objem
prodeje daného vyrobku v daném kramu za dané obdobi); miize rovnéz obsahovat data agregovana.
Pro kazdou dimenzi existuje jedna tabulka, ktera obsahuje idaje na riizné urovni pfislusné hierarchie
(tzv. tabulka dimenzi). Uroveii v hierarchii (level) se rovnéz zaznamenava jako dalii indikator do
tabulky dimenzi; je totiz tfeba mit pfehled o tom, jaké urovné¢ granularity se konkrétni zdznam tyka.
Indikator urovné je tedy nutny pii dotazovani do tabulky, ktera obsahuje soucasn¢ data detailni i
agregovand. Vyhodou hvézdy je jeji srozumitelnost, snadné definovani hierarchii, jednoducha
metadata a rychlost pfistupu k datim. Nevyhodou jsou problémy s velkymi tabulkami dimenzi a
predpoklad, Ze pracujeme pouze se statickymi daty, ktera nejsou aktualizovana on-line.
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Obr. 7 Hvézda

Alternativou ke schématu hvézdy je schéma sné¢hové vlocky. Zde se pracuje s normalizovanymi
tabulkami dimenzi tak, Ze kazda tabulka n¢jaké dimenze ukazuje na odpovidajici agregovanou tabulku
fakt. Tabulky dimenzi obsahuji jediny primarni kli¢ pro danou uroven dimenze spolu s odkazem na
nejbliz§iho rodice v hierarchii dimenzi. Obr. 8 ukazuje takto upravenou dimenzi prodejen. Pii pouziti
sn¢hové vlocky odpada nutnost pouzivat indikator urovné v hierarchii; v kazdé tabulce jsou idaje jen
z jedné urovné. Vyhody této koncepce se projevi ve chvilich, kdy dotazy do databaze se tykaji
agregovanych hodnot. Nevyhodou je slozita udrzba a narist poctu tabulek v databazi.
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Obr. 8 Snéhova viocka

Snadnost pouziti OLAP v sob¢ skryva nebezpeci chybné interpretace dat zpiisobené nespravnym
zobecnénim zaveéra pii prechodu mezi jednotlivymi trovnémi granularity. Na dil¢i souhrny uvedené v
procentech (relativni Cetnosti) totiz nelze pouzit bézné aritmetické operace, coz si ne kazdy uZzivatel asi
uvédomi. Na tento paradox relativnich Cetnosti upozoriiuje (v souvislosti s pravdépodobnostnimi
modely zavislosti mezi daty) S. Lauritzen [Lauritzen, 1996]. Ve svém piikladu pouzil data o
rozsudcich vynesenych v pfipad¢ vrazd na Florid¢ v letech 1973-79 (viz Tab. 3).

obét’ beéloch obét’ ¢ernoch
pachatel pachatel pachatel pachatel
béloch cernoch béloch ¢ernoch
rozsudek smrt | 72 48 0 11
jiny rozsudek [2074 238 111 2309

Tab. 3 Vrazdy na Floridé podrobné

Provedeme-li roll-up (pfechod na méné podrobnou trovei) pro barvu obéti, mizeme dospét k zaveéru
(z Tab. 4), ze bylo popraveno relativné vice bilych pachateld ( 72/(72+2185) = 3.2% ) nez Cernych
pachatelt ( 59/(59+2547) = 2.3% ). Pii pohledu do pivodni tabulky tab. 3 ale zjistime, ze jak v
pripad€, ze obéti byl béloch, tak v pripadé, ze obéti byl Cernoch, bylo popraveno relativné vice

: 48 .
¢ernych pachatelti. Ve skupiné bilych obéti to bylo 81238~ 16.8% cernych pachatelli oproti




72 11
7212074 4=3.4% bilych pachatelti a ve skupin€ cernych obéti to bylo m=0.5% cernych

pachatell oproti Zadnému bilému pachateli.

pachatel béloch | pachatel ¢ernoch

rozsudek smrt | 72 59

jiny rozsudek |2185 2547

Tab. 4 Vrazdy na Floridé bez vztahu k barve obéti

Nutno jesté podotknouti, ze OLAP neni totéz co data mining. Podobné jako je ve statistice rozdil mezi
konfirmaéni analyzou dat (kdy se pokouSime vyvratit resp. potvrdit diive formulovanou hypotézu) a
exploracni analyzou dat (kdy hleddme néjaké zajimavé souvislosti), je rozdil i mezi OLAP (kdy
ziskdvame z dat sumarni charakteristiky na zvolené podrobnosti pohledu) a data mining (kdy hledame
v datech néjaké zajimavé souvislosti). OLAP tedy pfind$i odpovédi na konkrétni, piesné
specifikované otazky, ale sim o sob¢ nic ,,neobjevuje*.

2.4 Datoveé sklady a datove trhy

Zatimco OLAP ptedstavuje nastroj pro analyzu (a vizualizaci) dat o firm¢, datovy sklad predstavuje
misto, kde jsou analyzovana data ulozena. Podle W. H. Inmona, ktery v 80. letech zformuloval
koncept datového skladu, je datovy sklad

e subjektové orientovany,
e integrovany,

e (Casove promenny,

o lec staly

soubor dat, ktery slouzi pro podporu rozhodovani [Inmon, 1999].

Prvnim charakteristickym rysem datového skladu je, Ze je orientovan na subjekty kterymi se dana
firma zabyva (zakaznik, dodavatel, produkt a aktivita). To je vyrazny rozdil od tzv. produkcnich
databazi, které se zabyvaji operacemi a transakcemi jako napf. pljcky, faktury, vklady, vybéry a pod.
Datovy sklad neuchovava data, kterd nejsou vhodna pro podporu rozhodovani na manazerské trovni,
produkéni databaze uchovavaji data potfebnad pro operativni fizeni bez ohledu na to, zda budou
vyuzitelna pfi strategickém rozhodovani.

Vzhledem k tomu, ze do datového skladu vstupuji data z riznych produkénich databazi firmy, je
dulezita integrace a sjednoceni dat. Toto integrovani zahrnuje sjednoceni nazvu stejnych ukazateld,
sjednoceni meéfitek (rlizny zptisob méteni tychz veli¢in - napf. financni Castky v tisicich nebo v
jednotkach, v riznych ménach apod.), sjednoceni kédovani (napft. pohlavi kddované v jedné databazi
hodnotami ,,M* a ,,Z%, v jiné databazi ,,0“, ,,1*) apod.



Vsechna data v datovém skladu predstavuji ,,éasovy snimek* dat z produkénich databazi sejmuty v
ur¢itém okamziku. Datovy sklad je aktualizovan off-line v urCitych ¢asovych intervalech (mési¢né,
¢tvrtletné, ro¢né - podle povahy dat a predpokladanych analyz) a je rovnéz analyzovan oddélené od
produkénich databazi. Vyhodou je, Ze neSetrny zasah do datového skladu (dotaz, ktery vede k
zacykleni) neovlivni operativni fizeni firmy. RovnéZ odezva na dotaz polozeny do datového skladu je
rychlejsi, nez by byla odezva do produkéni databaze. Produkcni databaze je totiz plné vytizena
zaznamenavanim transakci a analytikovi by odpovidala jen okrajové. Nevyhodou je, ze data v
datovém skladu postupné starnou. Casovou proménnosti se tedy mysli v prvni fadé toto zafixovani dat
z produkénich databazi. Druhy ¢asovy aspekt spociva v tom, ze ¢asové udaje jsou v datovém skladu
explicitné ptitomny jako jedna z dilezitych informaci.

Dotazy, které do datového skladu smétuji uzivatelé-analytici, nezptisobuji zménu zde ulozenych dat.
Je tedy datovy sklad v tomto smyslu stdly.

O O O OO OO siln€ sumarizovana
data

stiedné
sumarizovana data

soucasna detailni
data

O+ o +0 B

O O OO OO0 O O star§i detailni data

Obr. 9 Struktura datového skladu

Struktura datového skladu je uvedena na (Obr. 9). Datovy sklad obsahuje obvykle operacni data
uloZena v daném okamziku, star$i (historicka) opera¢ni data, souhrny na riznych trovnich abstrakce a
tzv. metadata, zachycujici informace o datech. Vezméme jako piiklad datovy sklad obsahujici udaje o
prodeji né&jakych vyrobkd. Pak soucasna detailni data mohou byt tidaje o prodeji v roce 1998, starsi
detailni data mohou byt tdaje o prodeji v letech 1990 az 1997, stiedné sumarizovana data mohou byt
souhrnny prodej po skupinach vyrobkli za jednotlivé tydny nebo souhrnny prodej jednotlivych
vyrobkli po okresech za jednotlivé tydny, silné sumarizovana data mohou byt souhrnny celkovy
mesi¢ni prodej nebo souhrnny tydenni prodej za jednotlivé kraje, metadata mohou byt tidaje o tom,
které okresy tvofi jednotlivé kraje, které vyrobky vytvareji jednotlivé skupiny, jakym zplisobem byly
kategorizovany numerické veliiny (napt. jak byla rozdélena cena vyrobku na cenu nizkou, stfedni a
vysokou) apod.

Vytvoteni datového skladu zahrnuje tikoly jako nacteni dat, konverzi dat, ¢iSténi a transformaci. Data
ulozena v datovém skladu ptedstavuji jakysi neutralni datovy prostor, ktery neni vytvaren s myslenkou
konkrétnich analyz. Proto se doporucuje vytvafet v navaznosti na datovy sklad ftadu



specializovanéjsich datovych trzist' (data mart) kam se z datového skladu pfesunou data relevantni pro
uréity typ analyz (pro urcité oddéleni firmy). Mluvi se pak o tiivrstvé (three tiered) architektuie
datového skladu [Symons, 2000].

|C>| |C>| |C>| |C>| produkéni databaze

1. vrstva

2. vrstva

Data Warehouse

'

3. vrstva Data
Mart

Obr. 10 Trivrstva (three tiered) architektura datového skladu

2.5 Dotazovaci jazyky pro dobyvani znalosti z databazi

Klasicky jazyk SQL, obdobné jako OLAP, umozniuje najit v databazich jen to, co hledame. V tomto
smyslu se tedy ani v jednom piipad€ nejedna o dobyvani znalosti (kdy pfesné nevime, co chceme). V
poslednich letech se ale objevilo ne€kolik rozsifeni SQL smérem k feSeni deskriptivnich uloh KDD
([Boulicaut, 1999]).

Jednim takovym systémem je MINE RULE umoziujici klast dotazy na asociaéni pravidla *. Ptiklad
dotazu do databaze uvedené v Tab. 1 je na Obr. 11. Syntaxe systému umoziuje provadét vybér
zaznamu jako v bézném SQL (ptikazy FROM, WHERE, GROUP BY, CLUSTER BY), na vybrané
zaznamy se pak aplikuje algoritmus pro hledani asociaci (pfikazy SELECT, EXTRACTING RULES).
V uvedeném piikladu dotazu tedy pracujeme jen s produkty, které byly zakoupeny ve stejny den ve
stejném mésté. V takto zvolenych zaznamech hledame pravidla tvaru

IF produkt; & produkt, & ... produkt, THEN produkt (SUPPORT, CONFIDENCE)
kde

e SUPPORT (podpora) je podil poétu zaznamt, ve kterych soucasné plati predpoklad (BODY) i
zavér (HEAD) pravidla a celkového pocétu zaznamti vybranych na zakladé podminky WHERE

e CONFIDENCE (spolehlivost) je podil poctu zaznami, ve kterych soucasné plati predpoklad
(BODY) i zavér (HEAD) pravidla a poctu zaznamt ve kterych plati pouze predpoklad.

2 O asocia¢nich pravidlech pojednava podrobngji samostatna kapitola. Zde se spokojime s intuitivnim chapanim pravidla
jako implikace ,,jestlize plati pfedpoklad, plati i zavér” doplnéné o kvantitativni charakteristiky odvozené z po¢tu zaznamu
v databazi spliiujicich pfedpoklad resp. zavér pravidla.
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Dotazem z Obr. 11 do Tab. 1 tedy budou nalezena pravidla:

IF podlozky THEN S$rouby (0.67, 1.00)
IF $rouby THEN podlozky (0.67, 0.67)

MINE RULE Priklad AS

SELECT DISTINCT 1..n produkt AS BODY, 1..1 produkt AS HEAD,
SUPPORT, CONFIDENCE

FROM Prode;j

WHERE BODY .mésto = HEAD.mésto
AND BODY.datum = HEAD.datum

EXTRACTING RULES WITH SUPPORT: 0.1, CONFIDENCE: 0.5

Obr. 11 Dotaz v MINE RULE

V dotazovacim jazyku MSQL [Imielinski, Virmani, 1999] je od sebe odd¢lena faze generovani
pravidel a faze dotazovani na vysledky analyzy. V pfikladu na Obr. 12 hledame v databazi
zamgéstnanct pravidla, kterd by ndm umoznila na zaklad¢ véku a pohlavi odvodit, jaké ma dotycny
zamgéstnanec auto. Krome¢ hledani asociaci nabizi MSQL i paralelni pohled na data a pravidla. Ptiklad
na Obr. 13 ukazuje, jak je mozné nalézt vSechny zdznamy z databaze Enp, které odporuji pravidlim
tvaru _Age => Salary s alespoit 30% spolehlivosti.

Emp(Id,Age,Sex,Salary,Position,Car)

GetRules (Emp)
into R
where support > 0.1 and confidence > 0.9

SelectRules (R)
where body has {Age=*), (Sex=*)}
and head is {(Car=%*)}

Obr. 12 Dotaz v MSQL - hledani pravidel

Select *
from Emp
where violates all (GetRules (Emp)
where body is {(Age=*)}
and head is {(Salary=*)}
and confidence > 0.3)

Obr. 13 Dotaz v MSQL - hledani vyjimek
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