3. Statistika

Statistika nabizi celou fadu teoreticky dobfe prozkoumanych a zdtivodnénych a 1éty praxe ovétenych
metod pro analyzu dat. Pro oblast dobyvani znalosti z databdzi maji vyznam (at uz ptfimo jako
pouzivané metody nebo nepiimo jako zdroj inspirace)':

o kontingencni tabulky — pro zjistovani vztahu mezi dvéma kategorialnimi veli¢inami,

e regresni analyza — pro zjistovani funkéni zavislosti jedné numerické (spojité) veliCiny na
jinych numerickych veli¢inach,

o diskriminacni analyza — pro odliSeni ptikladi (pozorovani) patficich do riznych tiid,
e shlukova analyza — pro nalezeni skupin (shluki) navzajem si podobnych ptikladu.

Z dal$ich metod zminme jesté korelacni analyzu (pro posouzeni, zda je mezi dvéma numerickymi
veli¢inami linearni zavislost), analyzu rozptylu (pro posouzeni rozdilu mezi priméry z riznych
vybérl) a faktorovou analyzu (pro zjistovani zavislosti jedné veli¢iny na tzv. faktorech vytvofenych
jako linearni kombinace jinych veli¢in).

3.1 Kontingenéni tabulky

V nejjednodussim piipadé mizeme kontingenéni tabulku pouzit pro vyhodnoceni vztahu mezi dvéma
binarnimi veli¢inami. Je-li napf. prvni veli€ina pijem_klienta s hodnotami {vysoky, nizky} a druha
veli¢ina své¢r s hodnotami {ano, ne}, bude mit kontingen¢ni tabulka pro » pozorovani podobu uvedenou
v Tab. 1. Takovéto tabulce se také n¢kdy tika ¢tyrpolni tabulka. Jednotliva “pole” tabulky odpovidaji
¢etnostem kombinaci hodnot obou veli¢in v datech. Tedy:

a je pocet klientd s vysokym piijmem, ktefi ziskali Gver,
b je pocet klientl s vysokym piijmem, kteti neziskali Giver,
¢ je pocet klientli s nizkym piijmem, kteii ziskali uvér
d je pocet klientd s nizkym piijmem, ktefi neziskali Gver.
V tabulce jsou jesté uvedeny rfadkové a sloupcové soucty (tzv. marginalni hodnoty):

a+b=r, ct+d=s, at+c=k, b+d=l, a+b+c+d=n

Uvér ano Uvér ne Yy

Vysoky prFijem a b t
NizKky prijem c d s
> k 1 n

Tab. 1 (Ctyipolni) kontingencni tabulka

! Vzhledem k tomu, Ze pii dobyvani znalosti mame co do &inéni s mnoZstvim sledovanych veli¢in, jedna se pievazné o
mnohorozmérné statistické metody.



V obecném piipadé mize kazda z veli¢in nabyvat rizného poc¢tu hodnot vétsiho nez jedna. Pak ma
kontingenéni tabulka podobu podle Tab. 2, kde

au je Cetnost (frekvence) kombinace (X=Xi) A (Y=Y)),
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Tab. 2 (Obecnda) kontingencni tabulka

Pro zji§tovani vztahu mezi obéma veli¢inami se obvykle pouziva y° test. Tento test je zaloZen na
vyhodnoceni rozdilu mezi pozorovanymi Cetnostmi jednotlivych kombinaci (uvedenymi v tabulce) a
Cetnostmi ocekavanymi pii platnosti hypotézy o nezavislosti obou veli¢in (pocitanymi z marginalnich
hodnot). Je-li pozorovana cetnost

Ay
je ji odpovidajici oekavana Cetnost (za predpokladu nezavislosti X a Y)
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Pro kontingenéni tabulku spoéitame statistiku x?

2
. - (a e )2 RS (akl_ranlj
% =ZZ K~ Cu - nxzz .

k=

11=1 Cu k=1 1=1 f §)

Pii platnosti nulové hypotézy nezavislosti veli¢in Xa'Y
Ho: PX=Xk A Y=Y) = PX=Xy) x P(Y=Y)) pro vSechna 4,/

mé tato statistika rozdéleni y* s (R-7)(S-7) stupni volnosti. Je-li hodnota y* statistiky véti nebo rovna
hodnoté ¥* rozd&leni * s danym poétem stupiiii volnosti na zvolené hlading vyznamnosti o

= S BNCEN (o))

2 Hodnoty rozd&leni pro riizné poéty stupiiii volnosti a riizné hladiny vyznamnosti jsou uvedeny v kazdé uGebnici statistiky.



zamitneme na této hladiné vyznamnosti nulovou hypotézu ve prospéch alternativni hypotézy zavislosti
obou veli¢in. Tedy, vytvofime-li na zaklad¢ dat ¢tyfpolni tabulku Tab. 3, spocitame hodnotu statistiky
¥2 = 84.65 (oCekavané Cetnosti jsou uvedeny v Tab. 4). Vzhledem k tomu, hodnota y2 rozdéleni
s jednim stupném volnosti je (pro hladinu vyznamnosti a=0.05) y2)(0.05) = 3.84, zamitneme nulovou
hypotézu a predpokladame zavislost mezi vysi pfijmu a poskytnutim uveéru.

Uvér ano  Uvér ne >

Vysoky prijem 50 0 50
Nizky prijem 30 40 70
2 80 40 120

Tab. 3 Data pro vypocet ;(2 testu

Kombinace skutecny pocet [ oéekavany pocet |rozdil
Vysoky pfijem, avér ano |50 333 16.7
Vysoky ptijem, uvérne |0 16.7 -16.7
Nizky pfijem, uvér ano |30 46.7 -16.7
Nizky pfijem, aver ne 40 13.3 26.7

Tab. 4 Skutecné vs. ocekavané pocty pozorovani

v? test ma ale jedno uskali; 1ze ho pouZit pouze v pfipade, Ze otekavané etnosti jsou dostatednd
veliké. Uvadi se tedy podminka pouzitelnosti testu

1, s .
+"L>5, pro vSechna k, 1.
n

Pro ctyfpolni tabulky lze pouZzit téz Fisheriv test, ktery naopak dobfe funguje pro malé Cetnosti a
netrpi tedy vySe uvedenym omezenim. Zakladem tohoto testu je vypocet pravdépodobnosti, Ze pii
danych marginalnich Cetnostech ra s ma ctyipolni tabulka skutecné Cetnosti a.

__ nlnls!s)l
p - 1’1! au! 312! a21! azz!

Tyto pravdépodobnosti se nascitaji pro rizné hodnoty skuteénych ¢etnosti pfi danych marginalech:
min(ry,s1)-a11

Fish _ r1! I‘z! S1! Sz!
isher = § , ol (an+ D) (@ - D) (221 - D! (a2 + )
i=0

Je-1i Fisher < a, zamitneme nulovou hypotézu o nezavislosti na hladin€ vyznamnosti a.



3.2 Regresni analyza

Zatimco pfi korelacni analyze nas zajima pouze to, zda mezi dvéma numerickymi veli¢inami plati
linearni zavislost * v ptipadé linedrni regrese nas zajimaji parametry této zavislosti. Resime tedy lohu
aproximace pozorovanych hodnot danym typem funkce, ovSem snezndmymi parametry.
V nejjednoduss§im piipad¢ linearni regrese pro dvé veliCiny hleddme hodnoty parametrii ¢; a ¢o
pro rovnici

yEqx ot e

Mame-li k dispozici vhodna pozorovani (dvojce hodnot /x; y/) miZeme parametry rovnice spocitat
(ptesnéji feCeno odhadnout) na zaklad€é metody nejmensich ctvercii. Tato metoda minimalizuje rozdily
mezi pozorovanou hodnotou Yy a ocekdvanou hodnotou j=fx) spoc€itanou v tomto piipad¢ na zaklad¢
funkce qix + qo (viz ilustra¢ni Obr. 1 zndzorfiujici tyto odchylky).

Obr. 1 Metoda nejmensich ctvercii

Vzhledem k tomu, Ze povazujeme kladné rozdily za stejné zavazné jako rozdily zaporné, uvazujeme
druhou mocninu * (kvadrat, étverec) téchto rozdila:

(v - ()2

Hledéani minima celkové odchylky pro » pozorovani

mmz y, - f(x

se pak pfevadi na feSeni rovnice

—Z -f(x))* =0

ze které pak jiz lze spocitat (odhadnout) parametry funkce f{x). Pro nasi funkci

f) = qix+qo

3 Korelaéni koeficient pe[-1,1] nabyva hodnotu 1 pro piimou tméru obou veligin, hodnotu —1 pro nepiimou tméru obou
veli¢in a hodnotu 0 v pfipad¢, ze mezi veli¢inami neni linearni zavislost. To, ze korela¢ni koeficient je nulovy jesté
neznamena, ze mezi veli¢inami neni funkéni vztah; ptikladem mohou byt velic¢iny x a y, kde y=|x|.

* Obecnéji uvazujeme néjakou sudou funkci, tj funkci f(x) takovou, Ze f(-x)=f(x). Druhé mocning se dava piednost pied
absolutni hodnotou, protoze druha mocnina je hladka funkce.
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Polozime-li ob¢ parcialni derivace rovny nule, miizeme spocitat parametry regresni piimky
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Pokud pfedpokladame linearni zavislost mezi x a y, nalezneme uvedenym postupem optimalni
parametry rovnice y = ax + b. Na§ pfedpoklad ale nemusi platit. Pro posouzeni ,,sily* linearni
zavislosti proto mizeme pouzit korela¢ni koeficient (s¢itime pro pozorovani ;=7,...,x):

Syy

pxy) = \/_sé—ﬁ :
S

Zi(xi_x)(}ri_y) je vyb&rovd kovariance, S ="~ a §? =" jsou
n-1 n-1 ’ n-1

kde S =

1 1 . oy
vybérové rozptylya X = ;le ca y= " Ziy . jsou primeéry.

Pro dobyvani znalosti ma vétsi vyznam mnohorozmérna regrese, at’ uz linearni nebo nelinearni.
V ptipadé mnohorozmérné linearni regrese piedpokladame linedrni zavislost jedné vysvétlované
(zavislé) veli¢iny y na vice vysvétlujicich (nezavislych) veli¢inach xy, x», ..., x,. Pro it€ pozorovani
tedy predpokladame

Vi=qot qiXit T QX2 t ... T quXim T &i.

V maticovém tvaru

y = Xq,
kde
Y1 L X5 e Xy 9o
y=| |, X=|": : o, q=
er 1’ an’ R Xnm qm

ReSenim rovnice y = Xq, které ziskdme metodou nejmensich ¢tverct, je pak %

q=(X"X)'XTy.

> Predpokladame, Ze hodnoty y jsou nekorelované a Ze maji stejny rozptyl. Pokud tento piedpoklad neplati, ma feSeni tvar
q = XTS$1X)1XT S 1y, kde je Skovariancni matice.
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obecné polynomialni, exponencidlni,....). Zajimavym pfipadem nelinearni regrese je regrese
logisticka. U tohoto modelu predpokladame, ze zavisla veliCina y je kategorialni (v nejjednodussim
pfipad¢ dvouhodnotova). Pfi logistické regresi nemodelujeme piimo veli¢inu y ale pravdépodobnost,
ze tato veli¢ina ma konkrétni hodnotu v zavislosti na kombinaci hodnot nazavislych veliin x.
Vychazime pfitom z pojmu podminéné Sance jakozto podilu P(y/x) a (1 - P(y/x)). V ptipadé, ze
veli¢ina y nabyva pouze hodnot 0 a 7 (nejjednodussi pripad), ma logisticky model podobu

Py=1|x;,X2, ... Xm)
In 1-PG=1] x1, %5, ... Xm) Qo+ qix1 + gxot ... + qXm

resp.

Q+Y 9%,
C _

Py=1|x1,x2, ... Xm) = =
1+ eWZJqJXj

1
‘%‘qum

l+e

Tento model umozituje odhadnout Sance resp. pravdépodobnosti hodnoty y=7 ®. Prabéh funkce
f(sum)=1/ (1+em), kde sum=qo+2;q; ukazuje Obr. 2. Této funkei se pro jeji tvar Casto tika sigmoida.

1A rexpi—suma y

s
=10

=um

Obr. 2 Pribeh sigmoidalni funkce

Odhad parametri modelu se provadi na zakladé metody maximalni vérohodnosti (maximum
likelihood). Pfi této metod€ se maximalizuje soucin pravdépodobnosti p(yi| xii, Xiz, ... Xim) " pies
vSechna pozorovani /=7,...,z

. 1-y;
) . 1 Vi 1 Yi
I.= H P(YI| Xit, Xi2y « - Xim) = H x X

i=1 i=1 1+ e_q”_Z:iqixi 1+ eq‘w—z“lqixi

8 Pravdépodobnost P(y=0| xi, x2, ... xu) lze spoéitat na zaklad& vztahu Py=0| x1, X2, ... Xm) = 1 = Py=1] x1, X2, ... Xny).

" Vzhledem k tomu Ze y nabyva hodnot 0 nebo 1, je pro kazdy piiklad x; vzdy jeden &len soudinu Ay x By roven 1.



3.3 Diskrimina¢ni analyza

Diskriminacni analyza je vlastné tloha klasifikace ptikladi do ptedem zadanych tfid. Z pohledu
statistického tedy tiloha hledani zavislosti jedné nominalni veli€iny (urCujici pfislusnost ke tfid¢) na
dalsich v numerickych veliCinach. Pti diskriminacni analyze ptfedpokladame, Ze ke kazdé ttide
(hodnoté nominalni veli¢iny) ¢, 7=7,...,T existuje (diskriminacni) funkce f; takova, ze

fi(x) = maxy fi(x), k=1,...T

prave kdyz piiklad x=/x, x», ..., x,/ patii do tfidy «.

V ptipad€ linedrni diskriminacni analyzy maji diskrimina¢ni funkce f;podobu linearni kombinace

fe=qojt qiixi T X2t ..o F gmj Xm

UkaZme si pouze ten nejjednodussi piipad, diskriminaci do dvou tfid, kdy misto funkci f; a > mizeme
hledat funkci

f(x) = fi(x) — f2(x).

Priklady pak mazeme klasifikovat podle znaménka této funkce. Pokud si predstavime ptiklady jako
body v zrozmémém prostoru veli¢in, bude funkce f{x) pfedstavovat nadrovinu v tomto prostoru,
oddélujici od sebe piiklady obou tfid. Pro ~=2 je funkce f{x) pfimka (Obr. 3)°.

X2

\ tiida A a a
a

trida B

b b b

X1

Obr. 3 Rozdélovaci primka

Pokud chceme zarucit optimalitu klasifikace ve smyslu minimalni chyby, musime pouzit jako

diskriminaéni funkce podminéné (aposteriorni) pravdépodobnosti zatazeni pozorovani x do tfidy ¢ .
P(x|c) P(c)

Y Plx| ) P(e)

fi (x) = Ple|x) =

Ve varianté pro dvé tiidy 1ze opét pouzit rozdil aposteriornich pravdépodobnosti

f(x) = fi(x) — f2(x) = P(x|c1) P(c1) - P(x| c2) P(c2).

¥V ptipadé R diskriminagnich funkci Ize ziskat (R*(R-1))/2 nadrovin.



Pokud se uvedené pravdépodobnosti P(x|c) P(e) fidi normalnim rozdélenim, 1ze odvodit podobu
diskrimina¢ni funkce

1 1 S| 1 P(c)
f0) = 5 X7 (Sr! - $31)XT + (T Sy - JoT 8 )X + Sl gt - ST St - T S2ps) - I

ktera je obecné kvadraticka.

Pokud vsak predpokladame, ze rozdéleni maji stejné kovarian¢ni matice S; =Sz = S, ziskame linearni
diskriminaéni funkci

1 Pley
fo) = (W™ - ) $TX = 5 (T - poT) ST (1 - po) —lnPi(E_z%.

Pokud navic predpokladame, Ze kovarianéni matice jsou jednotkové a obé tfidy jsou stejne
pravdépodobné, zjednodusi se diskriminacni funkce do tvaru

1
f6) = (T - pT) X = (T - P2l (W - o) -

Hledani diskriminac¢ni funkce se tedy za predpokladu normality “redukuje” na odhad stfednich hodnot
i (na zéklad€ vybérovych primért) a kovarian¢nich matic S; (na zakladé vybérovych rozptyll).

Obr. 4 ukazuje pro jednorozmérny piipad diskriminaéni funkci (bod oznaceny silnou ¢arou) v situaci,
kdy predpokladdme normalni rozdé€leni pravdépodobnosti P(x|c) P(e) s riznymi rozptyly (vlevo) a
stejnymi rozptyly (vpravo). Pro stejné rozptyly tedy mizeme diskriminovat pouze na zakladé odhada
stiednich hodnot.

fi(x)

I fi(x) £2(x)

Obr. 4 Diskriminace podle minimalni chyby, jednorozmeérné rozdeéleni



3.4 Shlukova analyza

Shlukova analyza hleda odpovéd’ na otazku, zda lze pozorované ptiklady rozdélit do skupin (shluki)
vzajemn¢ si blizkych ptikladt. Vychazi se tedy z toho, Ze umime méftit vzdalenost mezi ptiklady.

Predpokladejme, ze kazdy piiklad je charakterizovan » numerickymi veli¢inami. Vzdalenost mezi
dvéma ptiklady x7 =/x1,...,.x1,] @ X2 =/x21,...,%x2,] 1ze vyjadfit riznymi mirami. Uved’'me zde napf-.:

e Hammingovu vzdalenost

m
du(xix2) = 2 |x1j - Xy
=1

de(x1 ,%x2) = /\/;—Xz])z
i=1

dc(X1,X2) — max; X1j— X2j

e Fukleidovskou vzdalenost

e Cebysevovu vzdalenost

Ve vSech vySe uvedenych piipadech se jedna o specialni ptiklady Minkovského metriky

z m
LO(xix2) = (1 - X2))”
=1

dH(X1,X2) - L<1>(X1,X2), dE(Xl,Xz) - L<2>(X1,X2), dc(Xl,Xz) = lim Z—>0 L<Z>( X1,X2),

Rozdil mezi dy(xyx2), dr(x1x2) a do(xyx2) ukazuje Obr. 5. Zde jsou (pro jednotlivé miry) zndzornény
body xz které maji stejnou vzdalenost od bodu xz kruh pro eukleidovskou vzdalenost, ¢tverec
rovnob&zny s osami pro CebySevovu vzdalenost a Gtverec ,,na $picce” pro Hammingovu vzdalenost
[Hebak, Hustopecky, 1987].

A,

d.(x1,x2) = konst

di(x1,x2) = konst

de(x1,x2) = konst

Obr. 5 Body se stejnou vzdalenosti od bodu u



Vyse uvedené miry vzdalenosti zavisi na méfitku veli¢in. Proto je tfeba veli¢iny normovat. Konkrétni
hodnota se obvykle déli néjakou jinou hodnotou: primérem, smérodatnou odchylkou, nebo rozpétim
(max-min). Navic predpokladaji stejny rozptyl u vSech veli¢in. V pfipadé rizného rozptylu se
doporucuje pouzit Mahalanobisovu vzdalenost, ktera je zobecnénim vzdalenosti eukleidovské.

dmv2(x1,%2) = (%1 —x2)T S (%1 — X2)

Z pouzivanych shlukové analyzy metod zminme:
e hierarchické shlukovani

e metoda K-stiedil (K-means clustering)

Pti hierarchickém shlukovani se obvykle postupuje metodou ,,zdola nahoru®. Zacina se tedy v situaci,
kdy kazdy priklad tvoifi jeden samostatny shluk. Postupné se pak jednotlivé shluky spojuji az
skon¢ime s jednim shlukem obsahujicim vSechny ptiklady (Obr. 6).

Algoritmus hierarchického shlukovani

Inicializace
1. urci vzajemné vzdalenosti mezi vSemi piiklady
2. zatad kazdy ptiklad do samostatného shluku

hlavni cyklus
1. dokud je vice nez jeden shluk
1.1. najdi dva navzajem nejblizsi shluky a spoj je
1.2. spocitej pro tento novy shluk jeho vzdalenost
od ostatnich shlukt

Obr. 6 Algoritmus hierarchického shlukovani

Vzdalenost mezi shluky lze stanovit riznym zplsobem:

e metoda nejblizsiho souseda - vzdalenost mezi shluky Ua Vje dana minimem ze vzdalenosti mezi
jejich priklady
D(U,V) = mink,l d(xk, X]), Xk € U, xe€V
e metoda nejvzdailenéjsiho souseda - vzdalenost mezi shluky Ua Vje ddna maximem ze vzdalenosti
mezi jejich priklady
D(U,V> = maxg] d(Xk, Xl), Xk € U, X € A%

e metoda prumeérné vzdalenosti - vzdalenost mezi shluky U a V je dana primérem ze vzdalenosti
mezi jejich piiklady (v je pocet prikladt ve shluku U a # je pocet piikladi ve shluku V)

n, ny

1
DU,V) =75y * 2 2 dxix)

k=11=1

e centroidni metoda - vzdalenost mezi shluky Ua Vje dana vzdalenosti mezi stfedy shlukti.

DU,V) = d(u,v), u jestied shluku U a v je stied shluku V'

10



Centroidy (stfedy shlukil), zminéné v predchazejicim vyctu, predstavuji jakési prototypy reprezentujici
jednotlivé shluky °. Nemusi ale platit, Ze ke kazdému shluku patii pravé jeden centroid. V zavislosti na
tvaru shluku a zvolené mife pro vypocet vzdalenosti mize byt jeden shluk reprezentovan vice
centroidy (na Obr. 7 znazornénymi jako tuéné kruznice). '°

Shluk U

Shluk V

Obr. 7 Vice centroidit pro jeden shluk

Proces hierarchického shlukovani byva zachycen v podobé€ tzv. dendrogramu. Ten ukazuje (zleva
doprava) postupné spojovani shlukli pocinaje ocislovanymi ptiklady. Optimalni pocet shlukd zde neni
pfedem znam, odvodime ho rozborem vysledki — tak, ze nékde dendrogram ,,roztizneme* (Obr. 8).

—_—

N Do &N O B~ W W

3 shluky

Obr. 8 Dendrogram

? V nejjednodussim pripadd mizeme centroidy chépat jako piiklady, které nabyvaji primérych hodnot jednotlivych veligin
vramci daného shluku. Takto chapané centroidy zaruCuji optimalitu klasifikace v situaci, kdy aposteriorni
pravdépodobnosti zatazeni piikladt do tfid se ¥idi normalnim rozdélenim se stejnou (jednotkovou) kovarianéni matici a
stejnou pravdépodobnosti jednotlivych tfid — vice viz odstavec diskrimina¢ni analyza.

19 Vsimnéme si toho, e dané shluky nejsou linerné separabilni. Linearni diskriminaéni analyza tedy nedokaze bezchybngé
od sebe odlisit piiklady obou shlukd.
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Pfi shlukovani metodou K-stfedii predpokladame, Ze vime do kolika shlukii je mozno piiklady rozdélit.
Pocet shluki se tedy béhem vypoctu neméni, méni se pouze zarazeni ptikladi k témto shlukim. Proto
je tato metoda méné vypocetné narocna nez hierarchické shlukovani (a tudiz vhodné&jsi pro veétsi
datové soubory). Prislusny algoritmus je uveden na Obr. 9.

Metoda K -stiedu

1. nédhodné zvol rozklad do K shluka
. urci centroidy pro vSechny shluky v aktualnim rozkladu
3. pro kazdy priklad x
3.1. urc¢i vzdalenosti d(x,ci), k=1,...,K kde ¢ je centroid £-tého shluku
3.2. necht’ d(X,C1) . rnink d(X,Ck)
3.3.  neni-li xsoucasti shluku /(k jehoz centroidu ¢; ma nejblize) presun x do shluku /
4. doslo-li k néjakému presunu potom jdi na 2 jinak konec

Obr. 9 Algoritmus shlukovani metodou K-stredui

Uvedeny algoritmus mutize mit ur¢ité varianty:

e misto pocatecniho rozkladu lze za centroidy prohlésit prvnich K ptikladt; odpadne tak krok 2
pfi prvnim priichodu daty,

e pfepocet centroidi 1ze provadéet po kazdém presunu (tedy v cyklu v kroku 3).

Vysledné shluky jsou pii pouziti metody K-stfedl reprezentovany svymi centroidy. Tuto reprezentaci
lze snadno pouzit pro zafazovani novych piikladd. Pfiklad bude (ve shod¢ s krokem 3.3 algoritmu)
zafazen do shluku, k jehoZ centroidu ma nejblize.
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