4. Strojové uceni
4.1 Zakladni pojmy

Dulezitou vlastnosti zivych organismi je schopnost pfizpisobovat se ménicim se podminkam
(adaptovat se), eventualné se ucit na zakladé vlastnich zkuSenosti. Schopnost ucit se byva nékdy
dokonce povazovana za definici inteligence. Je proto pfirozené, ze vybavit touto vlastnosti i systémy
technické je jednim z cili umélé inteligence. Navic v fad¢ praktickych ptipadl, kdy neni dostatek
apriornich znalosti o feSeném problému, ani jinak postupovat nelze.

Prvky uceni mizeme pod riznymi nazvy nalézt v fadé védnich disciplin; ve statistice se objevuji
explora¢ni analyza dat (exploratory data analysis) nebo inteligentni analyza dat (intelligent data
analysis), v umélé inteligenci se hovofi o metodach rozpozndvani obrazii (pattern recognition),
strojového uceni (machine learning) nebo automatizovaného ziskavani znalosti (automated knowledge
acquisition), v (kybernetické) teorii fizeni najdeme adaptivni a uéici se systémy, v souvislosti se
ziskavanim znalosti z databazi (knowledge discovery in databases) se pouziva termin dolovani z dat
(data mining). V riznych disciplinach se k problematice uceni pfistupuje z riznych pohledt, pouziva
se rozdilna terminologie, riizné metody reprezentace znalosti i rizné algoritmy pro ziskavani znalosti
¢i jejich vyuzivani. Pfesto je mozné nalézt jakési spole¢né jadro, které se pokusime popsat v této Casti.
Uvadime zde tedy jen jakysi souhrnny pohled, jednotlivé metody budou podrobnéji popsany v
nasledujicich podkapitolach.

V zasad¢ lze rozliSit dva typy ucleni: uceni se znalostem (knowledge acquisition) a uceni se
dovednostem (skill refinement). Prvni typ hleda koncepty, obecné zakonitosti apod. (napft. jak
rozpoznat defraudanta) u druhého typu jde o to zdokonalit své schopnosti na zakladé procvi¢ovani
n¢&jaké Cinnosti (napf. jak nalézt cestu v bludisti).

U ucicich se systémil je vétSinou Casové oddélena faze uceni od faze pouzivani znalosti v dalsi
¢innosti systému (viz Obr. 1). Béhem uceni si systém vytvoii obecnou reprezentaci jednotlivych typt
chovani resp. tiid (napt. obecny popis spolehlivych a nespolehlivych klientti banky). Pokud chceme
nalezené znalosti pouzivat ,,rucné”, mizeme timto krokem skoncit. Pfi automatizovaném pouzivani
téchto znalosti se nau¢enému systému predkladaji nové ptipady a systém se sam rozhoduje (napft.

klasifikuje nové klienty banky jako spolehlivé nebo nespolehlivé).
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Obr. 1 Obecné schéma uciciho se systému




Podivame-li se na rizné metody uceni z hlediska usili, které je tfeba vynalozit na ziskani novych
znalosti resp. dovednosti, 1ze rozliSovat mezi [Michalski a kol., 1983]:

1.

uceni zapamatovanim (rote learning neboli biflovani) - systém pouze zaznamenava data nebo
dil¢i znalosti dodané externim zdrojem; neprovadi se zadna transformace,

uceni se z instrukci (learning from instruction, learning by being told) - systém ziskava
znalosti z externiho zdroje a integruje je se znalostmi jiz ziskanymi; provadi se transformace
znalosti ze vstupniho jazyka do vnitini reprezentace,

uceni se z analogie (learning by analogy, instance-based learning, lazy learning) - ziskavani
znalosti je zaloZeno na zapamatovani si ptipadl resp. situaci podobnych tém, které bude tfeba
v budoucnu fesit,

uceni na zaklade vysvétleni (explanation-based learning) - pii uceni se vyuziva né¢kolik malo
prikladd a rozsahlé znalosti z dané oblasti (background knowledge),

uceni se z prikladit (learning from examples) - zde se vyuziva velké mnozstvi prikladt (a
protipiikladid) konceptu, ktery se ma systém naucit, role background knowledge naopak
ustupuje do pozadi; pouzivanou metodou je indukce,

uceni se z pozorovani a objevovanim (learning from observation and discovery) - opét se
pracuje s velkym mnozstvim dat (tedy za vyuziti indukce); systém si ale Casto sdm musi
vytvaret koncepty které se pak pokousi popisovat, navic data ziskana pozorovanim nemusi byt
tak ,,hezka* jako priklady poskytnuté ucitelem.

Principy pouzivané v systémech pro ziskavani znalosti (strojové uceni) byly pievzaty z fady disciplin:

statistické metody - pro ziskavani znalosti se pouzivaji regresni metody, diskriminacni
analyza, shlukova analyza, nebo bayesovské metody. Tyto metody hledaji popisy koncept v
podobé¢ matematickych funkci, vektorti nebo podminénych pravdépodobnosti,

symbolické metody umelé inteligence - indukce rozhodovacich stromid a pravidel nebo
principy piipadového usuzovani (Case-Based Reasoning, CBR) umoznuje ziskat znalosti v
podob¢ srozumitelné pro uzivatele. Symbolické metody mohou pomoci uzivateli pii
vyhledavani zajimavych vztahti v datech (databazich) a pti odhalovani jejich struktury.
Podstatné je, Ze se tyto metody orientuji spiSe na vztahy logického typu nez na matematické
formule a tim poskytuji (na rozdil od klasickych metod statistické analyzy dat) konceptualni,
lidem bliz§i zavéry. Znalosti ziskané symbolickymi metodami lze také pouzit v tzv. ,.tradi¢ni‘
um¢lé inteligenci (napf. v expertnich systémech),

subsymbolické metody umelé inteligence - pro ziskavani znalosti se pouzivaji neuronové sité,
bayesovské sité nebo genetické algoritmy. Reprezentace nalezenych znalosti opét neni
(podobné¢ jako u statistickych metod) pro uzivatele pfili§ srozumitelna (napt. vahy vazeb mezi
neurony v neuronove siti).

Jednou z klicovych otazek strojového uceni je, jakou informaci o tom, Ze se uc¢i spravne¢, ma systém k
dispozici. Tato informace miize mit podobu

1.

prikladti zatazenych do tfid (konceptl), které se ma systém naucit - v této situaci mluvime o
uceni s ucitelem (supervised learning); ucitel poskytuje systému explicitni informaci o
pozadovaném chovani,

odmeén za spravné chovani a trestll za chovani nespravné - tento zplsob se pouziva, pokud
cilem systému je naucit se n&jakou ¢innost nebo chovani (napt. pohyb robota v bludisti);
mluvime o reinforcement learning,



3. nepfimych naznakd - systém pozoruje ucitele a z jeho chovani usuzuje, co je ptiklad a co
protiptiklad hledaného konceptu (napf. inteligentni vyhledavaci systém v prostedi Internetu z
toho, které nalezené odkazy uzivatel aktivoval dedukuje, které WWW stranky jsou relevantni
a predstavuji tedy ptiklady konceptu popsaného uzivatelovym dotazem). Tomuto zptisobu
uceni mizeme fikat uceni se napodobovanim resp. zaucovanim (v orginale apprenticeship
learning, apprentice znamena ucen) - systém pozoruje ucitele a z jeho akci ziskava implicitni
informaci o poZzadovaném chovani,

4. systém nema k dispozici zddnou doplitkovou informaci, pracuje pouze s priklady a ,,zajimavé*
koncepty si vytvaii sam - tento zplisob se nazyva uceni bez ucitele (unsupervised learning) a
je typicky pro uceni se objevovanim.

Dalsi rozliseni metod ziskavani znalosti mtze byt podle:

e zplsobu reprezentace piikladli pouzitych v procesu uceni
1. atributy - vlastnosti objektli reprezentovanych fadky v datové tabulce, napf.

barva_vlasu |vyska |vousy |vzdelani
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atributy mohou byt v zasad¢ dvou typl: kategoridalni (diskrétni) a numerické (spoyjité). Toto
Clenéni je postacujici pro vetSinu algoritmi strojového uceni, rizné se totiZz zpracovavaji
kategorialni a numericka data. Kategorialni atributy Ize dale rozd¢lit na bindrni (nabyvajici
pouze hodnot ano nebo e - viz atribut vousy), nominalni (nabyvajici jedné z konecného
po¢tu hodnot, které nejsou navzajem uspotradany - viz atribut barva_viasu) a ordindlni
(nabyvajici jedné z konecného poctu navzéjem usporadanych hodnot - viz atribut vzdelani).

2. relace - fada navzajem provazanych relaci mezi objekty a atributy, napft.
otec(jan_lucembursky, karel 1V)

VétSina systémi pouziva atributy, ty ale neposkytuji tak silné prostiedky pro reprezentaci znalosti
jako relace (pouziti atributd je analogické reprezentaci znalosti za pouziti vyrokové logiky, pouziti
relaci je analogické predikatové logice).

e zplisobu zpracovani priklada

1. davkové - pti davkovém zpracovani se pracuje se vSemi piiklady najednou, znalosti se tedy
vytvéareji ,,od nuly*,

2. inkrementalni - pti inkrementalnim zpracovani se ptiklady zpracovavaji postupné; dil¢i
znalosti ziskané na zakladé drive predlozenych ptikladii se modifikuji na zakladé priklada
dalsich.

VétSina systémt pracuje v davkovém rezimu, v piipadé potfeby ,,doucit systém* na zéklad¢ novych
ptikladd nebo ,,preucit systém™ (pokud hledany koncept je proménlivy v Case) je ale vhodnéjsi
pouzit inkrementalni zptisob uceni.

e formy uceni

1. empirické uceni - z velkého mnozstvi piikladi a z malého (Casto zZadného) mnozstvi
znalosti se metodami induktivni inference ziska obecny popis dan¢ho konceptu; pouziva se
pti uceni se z ptikladl, z pozorovani a objevovanim,

2. analytické uceni - zobecnéni se provadi na zaklad¢ jediného (nebo taky zadného) pirikladu a
rozsahlého mnozstvi znalosti z dané oblasti (napf. to Ze se nema sahat na rozpalena kamna
se kazdé dité¢ nauci na zaklad¢ nejvyse jednoho pokusu); pouziva se pii uceni na zakladeé
vysvétlovani.



Na tomto mist¢ je tieba zddraznit, ze ,,um¢lé“ metody uceni nedosahuji moznosti metod
»prirozenych®:

o formalizmus pouzity pro popis situaci nebo konceptt, které se ma systém naucit je pomérné
jednoduchy,

e koncepty, které se systém uci ¢asto odpovidaji pouze jedné urovni abstrakce zatimco ¢lovek je
schopen své koncepty uspotradavat do hierarchii,

o vétSina metod spoléha na ucitele, ktery dohlizi na cely vyukovy proces,

e vétSina metod predpoklada, vSe vSechna potfebna data jsou k dispozici pied zacatkem uceni;
¢lovek je schopen na zaklade dalsi zkusSenosti pribézné aktualizovat své znalosti.

Presto se ,,um¢lé metody uceni studuji (a Gsp€sné pouzivaji) fadu let. V soucasné dobé prochazeji
zvySenym zajmem predevsim v souvislost se ziskavanim znalosti z databazi.

V centru nasi pozornosti budou empirické metody uceni se konceptiim na zaklad¢ priklad rozhodnuti
resp. na zakladé pozorovani a objevovani. Pouzitym piistupem bude induktivni inference kdy na
zéklad¢ kone¢ného poctu piikladii budeme hledat obecny popis konceptu (at’ uz daného uéitelem nebo
vytvoieného systémem).

Empirické metody uéeni vychazeji z pfedpokladu, Ze jednotlivé objekty (ptiklady, pozorovani) lze
popsat pomoci charakteristik takovych, ze objekty patfici k témuz konceptu maji podobné
charakteristiky (tyto metody byvaji nékdy nazyvany uceni na zdkladé podobnosti - similarity-based
learning). Pokud jsou objekty popsany hodnotami atributl, Ize je reprezentovat jako body v
mnohorozmémém prostoru, jehoz dimenze je dana poétem téchto atributi'. Ueni na zakladé
podobnosti pak vychazi z predstavy, ze objekty predstavujici ptiklady téhoz konceptu vytvareji shluky
v tomto prostoru. Cilem uceni je tedy nalézt vhodny popis téchto shluk.

Hlavnim problémem pfi pouziti vyse uvedeného pfistupu je nalezeni onéch vhodnych charakteristik.
Z hlediska procesu dobyvani znalosti z databazi je toto tikolem krokii pfedzpracovani dat. OvS§em ani
ve chvili, kdy mame nalezeny vhodné charakteristiky, neni jesté¢ vyhrano. Otazkou zistava dostateéné
mnozstvi dostate¢né reprezentativnich dat. Tento problém je ilustrovan na obrazcich Obr. 2 a Obr. 3.
V obou ptipadech se snazime na zakladé vysSe pfijmu a vySe konta v bance nalézt popis klientd,
kterym banka ptjc¢i (klienti +) a kterym neptjci (klienti -). Na zakladé nékolika piikladd klientd se
zda, ze shluky odpovidajici klientim obou skupin jsou zachyceny na Obr. 2. Dalsi piiklady
spolehlivych klientli nas ale presvéd¢i o nasem omylu (piiklady v Sedém ovalu na Obr. 3).

Popis konceptu, ktery byl nalezen na zaklad¢ pouzitych ptikladi tedy nemusi odpovidat jinym (dosud
nezpracovanym) piikladim téhoz konceptu. Z tohoto diivodu se obvykle data pouzita pii induktivnim
ziskavani znalosti rozd€luji na Cast trénovaci a Cast testovaci. Trénovaci data se pouziji ve fazi uceni,
testovaci data pak predstavuji pfiklady, které slouzi k provereni ziskanych znalosti. V nékterych
ptipadech se pouzivaji dokonce tfi soubory dat: data trénovaci, data validacni (pouzivana pro
eventuelni modifikaci znalosti ziskanych na zakladé trénovacich dat) a data testovaci.

! Atributiim se n&kdy ¥ika piiznaky (features), odtud anglicky nézev tohoto prostoru — feature space.
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Obr. 2 Malo dat
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Obr. 3 Vice dat

Pokusme se vyse uvedené uvahy formalizovat. Inspiraci nam bude formalizace tlohy uceni s ucitelem
uvedena v [Kotek a kol., 1980].

Analyzovana data jsou ulozena v tabulce D, tvofené » fadky a » sloupci.

X Xy e Xim
D— X Xpp e Xom
X1 Xo e X im



Radky tabulky reprezentuji sledované objekty. Nékdy se misto terminu objekt pouZivaji terminy
zéznam (v databazi), ptiklad, ptipad, pozorovani apod. /-ty objekt je tedy fadek x; .

X =[x Xp e X ]

Sloupce datové tabulky odpovidaji atributiim. Podobné jako v pfipad€ objekti, 1 zde se pouzivaji dalsi
terminy — veli¢ina, proménnd, znak. /-ty atribut (;-ty sloupec) oznacime symbolem 4,.

V tuto chvili nebudeme rozliSovat, zda se jedna o atributy kategorialni (symbolické, diskrétni) nebo
atributy numerické (spojité). Tato informace bude dtlezitd az pro jednotlivé typy metod.

U Kklasifika¢nich uloh piedpokladame, Ze existuje atribut, ktery obsahuje informaci o zatazeni objekta
do tiid (v ptipad¢ klasifikace v uz§im smyslu) nebo ktery obsahuje predikovanou hodnotu (v ptipadé
predikce). Rikejme tomuto atributu cilovy a oznacme ho symbolem C.

Ostatnim, necilovym atributiim .4, budeme fikat vstupni atributy. Opét mliZzeme v literatufe nalézt fadu
dalsich nazvi: cilovému atributu se nékdy fika zavisla proménna, zavisla veli¢ina nebo vysvétlovana
veli¢ina, vstupnim atributim se n¢kdy fika nezavislé proménné, nezavislé veli¢iny nebo vysvétlujici
veli¢iny.

Ptidame-li cilovy atribut do datové tabulky, ziskame data vhodna pro pouziti nékteré metody uceni
s ucitelem. Cilem téchto metod je na zaklad¢ dat tvofenych hodnotami vstupnich atributti i cilového
atributu odvodit znalosti pouzitelné pro klasifikaci novych objekti. Datim pouzivanym k tomuto
ucelu se obvykle tika trénovaci data (trénovaci priklady). Pislusnou datovou tabulku budeme znacit
D TR

X1, Xyp e b I
D - Xy Xpp o e X, YV,

TR~
X, X_p e X.m Va

Objekt (trénovaci ptiklad) z této tabulky budeme znacit
0; = [x,v,]

Predpokladejme, Ze pro kazdy objekt o; zname vSechny hodnoty x; i hodnotu y;.



V drtivé vétsing situaci predpokladame, Ze nezaleZi na pofadi objektil v datové tabulce® . Budeme tedy
data povazovat za mnozinu objekti
Dn>:{oi:L_m}

i

Klasifika¢ni tllohu mizeme chapat jako tlohu nalézt takové znalosti (reprezentované rozhodovaci
funkci /), které by umoziiovaly k hodnotdm vstupnich atributii né&jakého objektu pfifadit vhodnou
hodnotu atributu cilového

fix —>y.

Rozhodovaci funkci f pfitom chipeme v dosti Sirokém vyznamu. Je-li klasifikace zaloZena na
algoritmu pouzivajicim rozhodovaci stromy, je tato funkce (a tedy i hledané znalosti) reprezentovana
jednim konkrétnim rozhodovacim stromem. Je-li klasifikace zaloZena na neuronové siti, je tato funkce
(a tedy i1 hledané znalosti) reprezentovana topologii konkrétni sité a vAhami vazeb mezi neurony.

V prubéhu klasifikace se tedy pro hodnoty vstupnich atributli x néjakého objektu o odvodi hodnota
cilového atributu. Ozna¢me tuto odvozenou hodnotu j.

§=f ().

Odvozena hodnota j se pro objekty z trénovacich dat mize lisit od skute¢né hodnoty y. Mizeme tedy
pro kazdy objekt o; € Drx vy¢islit chybu klasifikace Qo 7). V ptipadé numerického atributu C mize
byt touto chybou naptiklad ¢tverec rozdilu skutecné a odvozené hodnoty cilového atributu

A _ A 2
Qi(04, §;) = (v - ¥1)
v piipad¢ kategorialniho atributu C miize byt touto chybou informace o tom Ze se odvozena a skute¢na
hodnota vzajemné lisi,
1 pro vy, # §,

Q¢(o;, §;) = { A
0 pro y; =y,

Pro celou trénovaci mnoZinu Drr pak mizZeme vycislit souhrnnou chybu Er,D1r), naptiklad jako
stiedni chybu

1< A
Err(f,Dg ) = _ZQf(Oii'Yi)'
0

Cilem uceni je nalézt takové znalosti /%, které by minimalizovaly tuto chybu

Err(f D) = min Err(f,D. ;).
f

V priad¢, ze trénovaci data neobsahuji kontradikce, tedy Ze plati
Vo5,0€ Dr: x1 =% = yi = V2

lze teoreticky nalézt takovou reprezentaci konceptil f*, Ze Err(f*,Drr) = 0. Mulzeme tedy nalézt
znalosti bezchybné klasifikujici ptiklady v trénovaci mnozin¢. Nasim cilem je ale samoziejm¢ nalézt
znalosti obecn&j$i, pouzitelné i pro klasifikaci objektlh novych. Ne vzdy je nulova chyba Er(f*Drr)
dosazena na trénovacich datech zarukou kvality nalezenych znalosti. PfiliSna orientace na trénovaci

2 Vyjimku tvofi prostorova data (napf. data z geografickych informacnich systémil), nebo &asova data (napf. vyvoj cen
akcii), kdy uspotfadani mezi objekty vyplyva z povahy téchto dat.



data mize vést k ,preuceni systému® (overfitting); ziskané znalosti pak nereflektuji obecngjsi
zékonitosti, ale pouze kopiruji strukturu pouzitych ptikladt (viz Obr. 2 a Obr. 3). Diraz tedy
klademe na to, Ze v prub&hu uceni zobeciiujeme pouzité piiklady na celou aplika¢ni oblast. Schopnost
nalezenych znalosti generalizovat se obvykle ovéfuje experimentalné na tzv. testovacich datech Drsr;
tedy pomoci chyby Em(f%Drsr). Testovaci data maji stejnou strukturu atributi, jako data trénovaci,
obsahuji tedy i cilovy atribut. Jedna se ale o objekty, které nabyly pouzity v pribéhu uceni.

4.2 Uceni jako prohledavani

Predpokladejme, Ze jak vstupni atributy tak i cilovy atribut jsou kategoridlni. Obor hodnot ;-tého
atributu ozna¢me 1;a pocet hodnot j-tého atribut ozna¢me K. Zapisem .4,(¢) kde vi € V; budeme znacit
4-tou hodnotu jtého atributu. Hodnoté atributu budeme fikat kategorie. Kategorii mizeme chapat
dvojim zptisobem:

1. Z pohledu predikatové logiky se jedna o atomickou formuli vyjadiujici viastnost objektu (napf.
kategorie poblavi(mus) vyjadiuje vlastnost byti muzem). O kazdém objektu mizeme rozhodnout,
zda mé nebo nema uvedenou vlastnost (splituje nebo nesplituje uvedenou formuli):

1 pro x; =v,
Vo, : Ai(vy)(o;) Z{ b

0 pro x;#v,
2. Z mnozinového pohledu definuje kategorie mnozinu objektit majicich danou vlastnost:

{Ai(vk)}z {o;:x;=v}

Spojovanim kategorii logickou spojkou A budeme vytvaiet kombinace. Oznaéme si
Comb = [A; (v ), AL (Vi )oes N, (Vi )] = A, (Vi )AAL (VI )ACAA (v ).

Kombinaci tedy mtizeme chapat jako seznam (mnozinu) kategorii nebo jako konjunkci kategorii.
Pocet kategorii v kombinaci Comb budeme nazyvat délkou kombinace a znacit /(Comb) ?. Vzdy budeme
predpokladat, Ze v kombinaci se nevyskytuji dveé kategorie téhoz atributu.

Libovolnou kombinaci Cob budeme opét interpretovat bud’ jako logickou formuli

I pro x; =vi AX; =V ALA X =V,

11 J2 N 1

Vo, : Comb(o;)= -
0 jinak

nebo jako mnozinu objektl

{Comb}= {o,: x.

i TV A X, TV A A X =vy |-

)2 )

Pocet prvktt mnoziny {Comb} nazveme Cetnost kombinace Comb a oznalime n(Comb).
Plati-li Comb(o;) = 1, fikdme, Ze kombinace Comb pokryvd objekt o, Mnozina {Comb} je tedy mnozina
objektd pokrytych kombinaci Corb.

3 Kategorie je tedy kombinace délky 1.



Jak jiz bylo feCeno, kombinace se vytvareji z kategorii. Pfidavanim kategorii ke kombinaci vznikaji
jeji nadkombinace, odebranim kategorii z kombinace vznikaji jeji podkombinace. Jsou-li Comb;, Comb,
dvé rizné kombinace takové, ze

VA (v,): Ay(v,)eComb;, = A(v,)eComb,,

je kombinace Comb; podkombinaci kombinace Comb, a kombinace Comb, nadkombinaci kombinace
Comb;.

Pomoci pojmu podkombinace muzeme definovat ¢asteéné uspofadani mezi kombinacemi’. Je-li
kombinace Conb; podkombinaci kombinace Comb,, potom fikame, ze kombinace Comb; je obecnéjsi
nez kombinace Comb;a Ze kombinace Comb; je specialnéjsi nez kombinace Comb; a zapisujeme

Comb, > Comb,

Je-1i kombinace Comb; obecnéjsi nez kombinace Combz, potom Comb; pokryva alesponl vSechny ty
objekty, které pokryva Comb,. Pro takové dvé kombinace tedy plati

Vo,: Comb, (0,)=1 = Comb,(o0;)=1

1

resp.
{Comb ) } c {Comb1 }

atedy
n(Comby) < n(Comby).

Je-1i kombinace Comb; obecnéjsi nez kombinace Comb,, pak je délka kombinace Comzb; mensi nez délka
kombinace Comb,
1(Comby) < 1(Comby).

Pocet moznych kombinaci vSech moznych délek zavisi na poctu vstupnich atributli a na poctu hodnot
jednotlivych atributti. Je-li 7 pocet vstupnich atributli a K; pocet hodnot /-té¢ho atributu, je

f[(Ki +1)

=1

pocet vSech kombinaci, které lze vytvofit.

Vsechny kombinace 1ze uspotadat podle obecnosti do tzv. prostoru kombinaci. Prostor kombinaci ma
podobu orientovaného grafu, kde uzly jsou kombinace a kazdd hrana sméfuje z n&jaké kombinace
délky / do jeji nadkombinace délky /+7. Hrany tedy vyjadfuji relaci ,,byti obecnéj$i“ (resp. ,,byti
specialngjsi) — viz Obr. 4.

* Pro dvé kombinace Comb; , Combs totiZ nemusi platit ani Comb; > Comb; ani Comb, < Comb;.



Obr. 4 Prostor kombinaci

V piipadé uceni s ucitelem se v datech vyskytuje cilovy atribut C. Kategorie cilového atributu budeme
znacit C(»,). Kazda kategorie bude reprezentovat pfiklady néjaké tfidy (konceptu). Oznacme 7 pocet
ptikladi tfidy 7 (tedy »=n»(C(r))) a T pocet tfid. Pro » objektli v trénovacich datech Dk tedy plati

T
n = E n,
t=1

Velice Casto budeme fesit ulohu, kdy cilovy atribut ma pouze dvé pfipustné hodnoty. V takovém
ptipadé budeme jednu z hodnot povazovat za koncept, jehoz popis se chceme naucit (budeme znacit
+). Kategorie (mnozina) pozitivnich ptikladt konceptu pak bude

{CH)} = lory, = +} = DJ%R

a kategorie (mnozina) negativnich piikladii (resp. protiptikladl) tohoto konceptu pak bude
{CO} = {o;iy; # +} = Dy

Data Dqx tedy budou rozdé€lena do dvou tiid.
Dy = D;R Ub R

V ptipadé€ uceni s ucitelem budeme hledat znalosti pouzitelné pro klasifikaci objektt do t¥id. Znalosti
budou reprezentovany kombinacemi, které budeme chapat jako hypotézy vyjadiujici vazbu mezi
hodnotami vstupnich atributii na jedné strané a hodnotou cilového atributu na stran¢ druhé. Budou nas
zajimat predevs§im tzv. konzistentni kombinace. Kombinace Cow/ je konzistentni, pravé kdyz pokryva
pouze ptiklady jedné tfidy:

dC(v,)Vo, €D : Comb(o;)=1 = y, =v,

Oznacme a,=n,(Comb) pocCet ptikladu tridy 7 pokrytych kombinaci Conzb. Potom
T

n(Comb) = Z n, (Comb)z Z a,

t=1 t=1
Pro konzistentni kombinace pak existuje tiida C(»,) takova, ze #(Comb) = ar.



V ptipadé klasifikace do dvou tfid nas budou zajimat ptedev§im kombinace konzistentni s pozitivnimi
priklady konceptu.

Vo,eDy: Comb(o)=1 = y, =+

Dalsim pozadavkem bude, aby nalezené znalosti pokryvaly vsechny pouzité trénovaci ptiklady. Neda
se samoziejm¢ ocekavat, ze tuto vlastnost bude mit jedina kombinace. Znalosti tedy budou tvoieny
mnozinou kombinaci. Ozna¢me tuto mnozinu Dese. Pokud plati, ze kazdy objekt z trénovaci mnoziny
je pokryt n¢jakou kombinaci z mnoziny Desc

Vo, € Dy 3Comb € Desc: Comb(o,)=1

fekneme, Ze mnozina Desc je uplnd.

Cilem uceni tedy bude nalézt uplnou mnozinu kombinaci, které jsou konzistentni s trénovacimi daty.
Dalsim pozadavkem miiZe byt, aby tato mnozina byla co nejmensi °.

Kombinace budeme hledat v diive zminéném prostoru kombinaci. Tento prostor miizeme prochazet
(prohledavat) v zasad¢ dvéma zpulsoby:

¢ od obecngjsi kombinace ke specialngjsi (krok specializace),

e od specialngjsi kombinace k obecnéjsi (krok generalizace).

V kroku specializace piridame ke kombinaci néjakou kategorii, v kroku generalizace né&jakou kategorii
z kombinace odstranime. Pii specializaci resp. generalizaci tedy dvéma riznymi ,,sméry* prochdzime
prostor kombinaci. Postup od obecnéjsich kombinaci ke specialné€j$Sim se n€kdy nazyva postup shora
dolii (top down), postup od specidlnéjSich kombinaci k obecnéjsim se nékdy nazyva postup zdola
nahoru (bottom up).

Pro prohledavani prostoru kombinaci se nabizi fada strategii dobfe znamych z jinych oblasti umélé
inteligence [ Winston, 1992].

Jedna z moZnosti je systematicky prohledat cely prostor kombinaci. Prohledavat miizeme do Sivky
(breath-first), do hloubky (depth-first), podle né&jaké heuristiky (naptiklad podle Cetnosti kombinaci),
nebo nahodné. Uvedené strategie miizeme nalézt v algoritmech pro hledani asociacnich pravidel, bude
tedy o nich jesté zminka v prislusné kapitole.

Jinou moznosti je projit jen ¢ast prostoru — opet nahodné nebo fizené. Pii fizeném prohledavani to
obvykle znamena disledn¢ si pro kazdy krok vybrat jen tu nejlepsi moznost (tedy napiiklad pro
specializaci dané kombinace jen tu nejperspektivnéjsi kategorii). Jedna se tedy v zasad¢€ o gradientni
strategii (podrobnéji o gradientnich metodach v nasledujici podkapitole), v kontextu symbolickych
metod strojového uCeni nazyvanou best-first nebo hill climbing. Tyto strategie nalezneme naptiklad
pii tvorbé rozhodovacich pravidel nebo rozhodovacich stroml. Nékde mezi systematickymi a
gradientnimi strategiemi lezi tzv. paprskové prohledavani (beam search); pti této strategii si pro kazdy
krok nevybereme pouze jedinou moznost, ale paraleln¢ sledujeme urcity pocet nejlepsSich moznosti —
jde tedy o omezené prohledavani do §itky.

> Z tohoto pozadavku plyne, Ze by nalezené kombinace mély byt co nejobecngjsi, aby jedna kombinace pokryla co nejvice
ptikladti. Uplnou mnozinou konzistentnich kombinaci totiz mize byt i takova mnozina, ve které¢ ke kazdému objektu
existuje kombinace délky » - tedy vlastné trénovaci mnozina Drg* zapsana jako kombinace.

11



Ilustrujme si pfedchazejici tvahy na jednoduché tloze klasifikace klientdi banky z hlediska rizikovosti
poskytnuti ivéru. Budeme hledat znalosti, které ndm na zéklad¢ hodnot atributli ptfjem, konto, pohlavi,
nezaméstnany, auto a bydleni umozni rozhodnout, zda vyhovét zadosti o uvér. Trénovaci data budou
tvofena Ctyfmi objekty (Tab. 1). Jedna se modifikovany piiklad uvedeny v [Mitchell, 1997].

pifjem konto pohlavi nezaméstnany auto bydleni | Gvér
vysoky vysoké zena ne ano vlastni +
vysoky vysoké muz ne ano vlastni +
nizky nizké muz ne ano najemni -
vysoky vysoké muz ne ne nijemni | +

Tab. 1 Trénovaci data

Znalosti, které hledame, budou tvofeny kombinacemi kategorii. Ve shod¢ s Mitchellem zavedeme pro
konzistentni kombinaci pojem hypotéza. V naSem piipadé tedy hypotéza umoznuje zaradit néjaky
objekt do tfidy #wér(+) (tedy hypotéza reprezentuje koncept svér(+)). VSechny hypotézy je mozno
graficky znazornit v tzv. prostoru hypotéz (hypothesis space) H. Vzhledem k tomu, ze jsme hypotézy
definovali jako konzistentni kombinace, je tento prostor pouze ¢asti prostoru kombinaci.

Cast prostoru hypotéz pro data z Tab. 1 ukazuje Obr. 5. Nejobecngj§i hypotézou, ktera pokryva
vSechny piiklady je hypotéza délky 0, reprezentovana prazdnou kombinaci / /. Nejspecialnéjsimi
hypotézami jsou hypotézy délky =, které reprezentuji jednotlivé pozitivni ptiklady. Hypotézy
zapisujeme diive zavedenym zptsobem, tedy napf. /Prjem(vysoky),Konto(vysoké)] °.

Prikladem algoritmu, ktery postupuje od specialngjSiho popisu k obecnéjSimu je Find-S [Mitchell,
1997]".  Algoritmus Find-S hleda nejspecialngjsi hypotézu, ktera je konsistentni se viemi piiklady
hledaného konceptu. Algoritmus postupné prochdzi pozitivni piiklady a hleda jejich spole¢ny popis.
Negativni priklady nemaji na uceni vliv (viz Obr. 6). V nasem piikladu algoritmus postupné uvazuje
hypotézy

[Ptfjem(vysoky),Konto(vysoké),Pohlavi(zena),Nezaméstnany(ne),Auto(ano),Bydleni(vlastni)]
[Pifjem(vysoky),Konto(vysoké),Nezaméstnany(ne),Auto(ano),Bydleni(vlastni)]
[Piijem(vysoky),Konto(vysoké),Nezaméstnany(ne)]

(viz.Obr. 7). Pii prohledavani prostoru hypotéz tedy postupujeme zdola nahoru.

6 Mitchell sém pouZivd pondkud jiny zapis hypotéz. Obor hodnot kazdého vstupniho atributu dopliuje o symbol ?
vyjadiujici, Ze na hodnot¢ atributu nezélezi (tedy Ze atribut je irelevantni). Kategorie .4(?) pokryva vSechny objekty; jeji
ptidani k néjaké kombinaci Comb tedy nema vliv ani na logické ani na mnozinové chapani kombinace Comb. Zavedeni
hodnoty ? ma cist¢ formalni divody. UmozZiuje totiz pracovat pouze s kombinacemi tvofenymi kategoriemi vSech
vstupnich atributl (tedy s kombinacemi délky 7). Takové kombinace Mitchell zapisuje jako seznam hodnot vSech
atributd. Tedy napf. zapis [vysoky, vysoké, 2, 2, 2, 2] vyjadiuje kombinaci [Prjen(vysoky),Konto(vysoké)]. Pro kazdy atribut .4
pfitom plati A®) > A(v) ). Nejobecn&jsi hypotéza je tedy zapsana jako /2 2, 2 2 2 ¢]. V této reprezentaci hypotéz je
krok generalizace realizovan jako nahrada nckteré hodnoty 4(») hodnotou .4(?) a krok specializace realizovan jako
nahrada nékteré hodnoty 4(?) hodnotou A (v).

Z Mitchellova pfistupu je snadno vidét, pro¢ je pocet vSech kombinaci dan vzorcem [];(K; + 1). Vzorec pogita vechny
kombinace délky 7, kde obor hodnot kazdého atributu je rozsiten o hodnotu 2

7V pavodnim Mitchellové algoritmu mé krok generalizace (krok 2.1 algoritmu) podobu: ,,pro kazdy atribut .4, if kategorie
Aj(ne) nepokryva piiklad o then nahrad’ tuto kategorii nejbliz§i obecné;jsi kategorii 4;(»,) ktera pokryva o*



[Pohlavi(zena)]

[Pi{jem(vysoky)]

[Konto(vysoké)]

[Bydleni(vlastni)]

TN TN

[Prijem(vysoky),
Nezam(ne)]

[Prijem(vysoky),
Konto(vysoké)]

[Konto(vysokeg),
Nezam(ne)]

~

[Ptijem(vysoky), Konto(vysoké),

Nezam(ne)]

el Uy

N

[Ptijem(vysoky), [Piijem(vysoky), [Piijem(vysoky),
Konto(vysoké), Nezam(ne), Konto(vysoké), Nezam(ne), Konto(vysoké), Pohlavi(muz),
Auto(ano)] Bydleni(vlastni)] Nezam(ne)]

AN

[Prij em(vysoky) [Prij em(vysoky) [Prij em(vysoky) [Prij em(vysoky) [Prijem(vysoky),
Konto(vysokeé), Konto(vysoké), Konto(vysokeé), Konto(vysokeé), Konto(vysokeé),
Nezam(ne), Pohlavi(muz), Pohlavi(zena), Pohlavi(muz), Pohlavi(muz),
Auto(ano), Nezam(ne), Nezam(ne), Nezam(ne), Nezam(ne),
Bydleni(vlastni)]| |Bydleni(vlastni)]| [Bydleni(vlastni)]| |Auto(ano)] Auto(ne)]
[Ptijem(vysoky), [Ptijem(vysoky), [Ptijem(vysoky),
Konto(vysokeé), Konto(vysoké), Konto(vysokeé),
Pohlavi(zena), Pohlavi(muz), Pohlavi(muz),
Nezam(ne), Auto(ano), Nezam(ne), Auto(ano), Nezam(ne), Auto(ne),
Bydleni(vlastni)] Bydleni(vlastni)] Bydleni(ndjemni)]

Obr. 5 Prostor hypotéz

Find-S algoritmus

3. vydej 4

1. ptitad’ do 4 nejspecialnéjsi hypotézu z H
2. pro kazdy pozitivni piiklad o
2.1. pro kazdou kategorii .4;(») z hypotézy 5
2.1.1. pokud kategorie 4;(»;) nepokryva ptiklad o, potom
odstran tuto kategorii z hypotézy 4

Obr. 6 Algoritmus Find-S
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S:

[Prijem(vysoky), Konto(vysoké),

Nezam(ne)]

L

[Ptijem(vysoky),

Konto(vysoké), Nezam(ne),

Auto(ano)]

[Piijem(vysoky),

Bydleni(vlastni)]

Konto(vysoké), Nezam(ne),

[Piijem(vysoky),

Konto(vysoké), Pohlavi(muz), '

Nezam(ne)]

S

AN

[Prijem(vysoky), [Prijem(vysoky),
Konto(vysokeé), Konto(vysoké),
Nezam(ne), Pohlavi(muz),
Auto(ano), Nezam(ne),
Bydleni(vlastni)] Auto(ne)]
[Ptijem(vysoky), [Ptijem(vysoky), [Ptijem(vysoky),
Konto(vysoké), Konto(vysoké), Konto(vysokeé),
Pohlavi(zena), Pohlavi(muz), Pohlavi(muz),
Nezam(ne), Auto(ano), Nezam(ne), Auto(ano), Nezam(ne), Auto(ne),
Bydleni(vlastni)] Bydleni(vlastni)] Bydleni(ndjemni)]

Obr. 7 Prostor hypotéz prohledany algoritmem Find-S

Jinym algoritmem je Candidate-Elimination opét popsany v [Mitchell, 1997]. Na rozdil od algoritmu
Find-S budeme nyni hledat vsechny hypotézy, které jsou konzistentni s trénovacimi piiklady. Tuto
podmnozinu hypotéz, nazyvanou prostor reSeni (version space), 1ze reprezentovat obecnou hranici
(general boundary G - nejspecialnéjsi obecnd hypotéza) a specialni hranici (specific boundary § -
nejobecnéjsi specialni hypotéza). Algoritmus hleda tyto hranice z obou konct prostoru hypotéz (Obr.
8). Pro pozitivni piiklad se generalizuje specialni hypotéza tak, aby tento piiklad pokryvala (hleda se
specialni hranice), pro negativni ptiklad se specializuje obecna hypotéza tak, aby tento ptiklad
nepokryvala (hleda se obecna hranice).

Pro naSe data z Tab. 1 povedou prvni dva (pozitivni piiklady) k nalezeni S = {/Piem(vysoky),
Konto(vysoké), Nezaméstnany(ne), Auto(ano),Bydleni(viastni)]} a G = {/]}, tfeti (negativni) piiklad povede ke
zméné G na {/Pijem(vysoky)], [Konto(vysoké)], [Bydleni(viastni)]}. Ctvrty, pozitivni ptiklad povede ke
zméné Sna {/Prjem(vysoky), Konto(vysoké), Nezaméstmany(ne)]} a ke zmén€ G mna {/Piijem(vysoky)],
[Konto(vysoké)] }. Vysledny prostor feSeni po zpracovani vSech pfiklada je uveden na Obr. 9.




Candidate-Elimination algoritmus

1. pfifad’ do G mnozinu nejobecnéjsich hypotéz z H
2. pritad’ od § mnozinu nejspecialnéjsich hypotéz z H
3. pro kazdy ptiklad o
3.1. pokud o je pozitivni ptiklad, potom
3.1.1. odstran z G vSechny hypotézy, které¢ nepokryvaji priklad o
3.1.2. pro kazdou hypotézu s z S, ktera nepokryva priklad o
3.1.2.1. odstraii s z §
3.1.2.2. ptidej do S nejmensi generalizaci 4 hypotézy s takovou, ze 5 pokryva piiklad
oaze v G je hypotéza obecnéjsi nez 4
3.1.3. odstran z § hypotézy, které jsou obecnéjsi nez jiné hypotézy v .§
3.2. pokud o je negativni piiklad, potom
3.2.1. odstran z § vSechny hypotézy, které pokryvaji ptiklad o
3.2.2. pro kazdou hypotézu g z G, ktera pokryva ptiklad o
3.2.2.1. odstraf gz G
3.2.2.2. pfidej do G nejmenSi specializaci 4 hypotézy g takovou, Ze / nepokryva
priklad o a ze v S je hypotéza specialngjsi nez 4
3.2.3. odstran z G vSechny hypotézy, které jsou specialnéjsi nez jiné hypotézy v G
4. vydej mnoziny G a §

Obr. 8 Algoritmus Candidate-Elimination

G [Fjem{wysolo)] [Kotito (wysoké)]

TN TN

[ Prij emn(wyaoloy), [Fijem(wysoloy), [Konto (vysoké),
Mezamine)] FKonto(vysoké)] Mezamine)]

\l/

5 [Ffijemiwysoky), Kontolwysolke),
Mezamhe)]

Obr. 9 Prostor reseni

Praktické pouziti obou uvedenych algoritmti je omezeno skutecnosti, Ze dobie funguji pouze pro data
bez kontradikci. V dalSich kapitolach se budeme podrobné&ji zabyvat symbolickymi algoritmy, které
se dokazi s timto omezenim vyrovnat.

Na zavér této podkapitoly jedna poznamka. Uceni jako prohledavani zde bylo chéapano jako
prohledavani prostoru kombinaci. Jak uvidime pozdé¢ji, tento zpiisob odpovida algoritmim pro tvorbu
pravidel. Jako prohledavani prostoru feseni (prostoru hypotéz) lze ale chapat i jiné symbolické metody
strojového uceni. Prostor hypotéz by pak byl pfislusné¢ modifikovan; naptiklad do podoby prostoru
rozhodovacich stroma.
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4.3 Uceni jako aproximace funkci

Opét vychazime z (jiz diive uvedené) piedstavy, ze objekty téze tiidy tvoii shluky v prostoru atributi.
Jednotlivé shluky Ize od sebe oddélit hranici kterou miizeme popsat jako funkci hodnot jednotlivych
atributl. Pfi uceni se tedy snazime na zakladé ptikladt objektl jednotlivych tfid nalézt tuto funkeci.

Pti aproximaci néjaké funkce se na zaklad¢ hodnot této funkce v konecném poctu bodd snazime
zrekonstruovat jeji obecnou podobu (Casto vyjadfenou analyticky). Na rozdil od interpolace
nepozadujeme, aby nalezena funkce prochazela znamymi body. Cilem je nalézt takovou funkci, ktera
by co mozna nejlépe vystihovala funk¢éni hodnoty i v bodech, které nemame k dispozici. Hledani
takového popisu je zalozeno na vyhodnoceni odchylky mezi skute¢nou funkéni hodnotou ve zndmém
bod¢ a mezi funk¢ni hodnotou v tomto bodé, ktera vychazi z hledaného popisu funkce. Nasim cilem je
minimalizovat celkovou odchylku ve vSech znamych bodech ( Obr. 10).

Obr. 10 Linearni interpolace vs. linearni aproximace

Pti aproximovani funkci se obvykle pouziva metoda nejmensich ctvercii popsana v kapitole vénované
statistickym metodam. Pfipomenme zde tedy jen to, zZe pfi pouziti této metody minimalizujeme soucet
druhych mocnin odchylek mezi skutecnou hodnotou y a ,,vypocitanou” hodnotou j. Pfi vypoctu
hodnoty y pfitom predpokladame urcity typ funkEni zavislosti y = f{x) specifikovany pouze svymi
parametry (ozna¢me je symbolem g), a metodou nejmensich ¢tverct hleddme tyto parametry. Hledani
minima celkové odchylky

. T A N2
min Ert(f,D gz ) = min ;(}’i -3

se pak prevadi na feSeni rovnice

d -« 2
d_qizz;(}’i - f(xi)) =0

V ptipadé€ analytického vyjadieni hledané funkce f(x) (to je ptipad regresni nebo diskriminacni analyzy
kdy se voli typ funkce) 1ze z vySe uvedené rovnice spocitat na zdklad¢ piikladi o; = [xi, yi| jeji
parametry q.



V ptipadé, Ze tvar hledané funkce nezname, je tieba pouzit numerické metody. Minimum funkce se
pak hleda itera¢nimi gradientnimi metodami. Tyto metody jsou zaloZeny na tom, ze z daného mista
(aktualni hodnoty funkce) se pti hleddni minima pohybujeme ve sméru nejvétsiho spadu (gradientu)

seeesy

OBrr OErr 8Err}

V Err(q) = ,
|:5q0 aq aq,

Modifikace znalosti q = [qo, q1, ---, qq] pak probiha podle algoritmu

g < q + Ag
kde
OErr
Adj=-n
95

a 77 je parametr vyjadiujici ,,velikost kroku* kterym se pfiblizujeme k minimu funkce Er.

Je-li napt. chybova funkce

1< . 1« .
Err(f,Dy ) = EZ(Yi - Yi)z = EZ(Yi - f(xi))z
i=1 i=1

a pfedpokladana funkce / linedrni kombinaci vstupt
fx) =q*x,

muzeme odvodit gradient funkce Errjako

Arr 1 O R 0 - o -
=_ — (vyv.-v.) == 2v. -v.)— (v. -¥V.)= v ) — (v, -gx) = v ) -x.
. 2?:1 ij(x %) 2§ (vi-9:) = (v - %)= (vs 7. (vi-ax)= D (vi- ) x)

a tedy

Aqi =7 Z(Yi - ?i)xii
i=1

Gradientni metody se pouzivaji pfi uceni neuronovych siti nebo pfi evolucnim programovani. Na
rozdil od prvniho pfipadu (analytické vyjadieni hledané funkce), kdy nalezneme globalni minimum
celkové odchylky, gradientni metody dokonverguji do nejblizs§iho minima, které byva Casto pouze
minimem lokalnim. Gradientni metody tak miZeme pfirovnat k pohybu kulicky v hrbolatém terénu
(Obr. 11). Vysledek (parametry hledané funkce) silné¢ zavisi na pocateCnim stavu, ze kterého
minimum zac¢iname hledat. Ze stavu §; dokonvergujeme do minima M;, ze stavu S, dokonvergujeme
do minima M. Jednou z cest jak se s timto problémem vypotadat je tzv. simulované Zihani (simulated
annealing).

Myslenka simulovaného zihani vychazi z analogie s metalurgii. Zde se zihanim nazyva opétovné
zahtati kovu béhem jeho chladnuti. Vysledkem tohoto procesu je pevnéjsi materidl, atomy kovu se
Iépe usporadaji. Simulovanym zihanim (v souvislosti s gradientnimi metodami) se mysli drobna
zména parametri funkce v okamziku, kdy algoritmus dokonvergoval do minima. Zménou parametrti
se samoziejm¢ z minima vychylime. Pii opakovaném pouziti gradientni metody je pak jistad Sance, Ze
algoritmus dokonverguje do minima hlubsiho; vychyleni nam totiz mize umoznit ,,pfeskoceni* bariéry

17



v okoli prvniho nalezeného minima. Gradientni metodou dokonvergujeme ze stavu §; do minima M;, s
pomoci simulovaného zihani bychom ale mohli nalézt minimum Mo.

Obr. 11 Gradientni metody

Pozorny ¢tenar si jisté v§iml, ze vyklad v této podkapitole se napadné shoduje s popisem regresnich
metod z kapitoly ptfedchazejici. Tato podobnost neni ndhodna. Uceni jako aproximace funkci je
vyrazné ovlivnéno statistickymi metodami — to se tyka predev§im neuronovych siti. Nejveétsi rozdily
jsou tedy spiSe v oblasti terminologické. Tab. 2 uvadi zékladni odlisnosti v pouzivanych pojmech.

strojové uceni statistika

uceni odhadovani parametrti
trénovaci data vzorek dat

ptiklad (z trénovaci mnoziny) |pozorovani

cilovy atribut zavisla veli¢ina
vstupni atribut nezavisla veli¢ina
chyba residual

vaha (u neuronovych siti) regresni koeficient

Tab. 2 Terminologicke rozdily mezi strojovym ucenim a statistikou
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